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Sammanfattning

Självkörande fordon kan minska trafikstockningar och minska antalet trafikrelaterade olyc-
kor. D̊a det i framtiden kommer att finnas miljontals autonoma fordon krävs en bättre först̊aelse
av omgivningen. Syftet med detta projekt är att skapa ett externt automatiskt trafiklednings-
system som kan upptäcka och sp̊ara 3D-objekt i en komplex trafiksituation för att senare skicka
beteendet fr̊an dessa objekt till ett större projekt som hanterar med att 3D-modellera trafiksi-
tuationen. Projektet använder sig av Tensorflow ramverket och YOLOv3 algoritmen. Projektet
använder sig även av en kamera för att spela in trafiksituationer och en dator med Linux som
operativsystem. Med hjälp av metoder som vanligen används för att skapa ett automatiserat
trafikledningssystem utvärderades ett m̊alföljningssystem. De slutliga resultaten visar att syste-
met är relativt instabilt och ibland inte kan känna igen vissa objekt. Om fler bilder används för
träningsprocessen kan ett robustare och mycket mer tillförlitligt system utvecklas med liknande
metodik.

Abstract

Autonomous vehicles can decrease traffic congestion and reduce the amount of traffic related
accidents. As there will be millions of autonomous vehicles in the future, a better understanding
of the environment will be required. This project aims to create an external automated traffic
system that can detect and track 3D objects within a complex traffic situation to later send
these objects’ behavior for a larger-scale project that manages to 3D model the traffic situation.
The project utilizes Tensorflow framework and YOLOv3 algorithm. The project also utilizes a
camera to record traffic situations and a Linux operated computer. Using methods commonly
used to create an automated traffic management system was evaluated. The final results show
that the system is relatively unstable and can sometimes fail to recognize certain objects. If
more images are used for the training process, a more robust and much more reliable system
could be developed using a similar methodology.
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Förord

Projektet har genomförts av tv̊a dataingenjörer vid Högskolan i Halmstad och det genomfördes som
ett examensarbete v̊arterminen 2021.

Vi skulle vilja tacka v̊ar handledare Urban Bilstrup för den enorma hjälpen under arbetet. Din
hjälp och vilja att lyssna har underlättat arbetet och väglett oss till en bättre först̊aelse inom
omr̊adet. Vi vill även tacka ISOV som har varit v̊ar uppdragsgivare under detta projekt och gett
oss chansen att f̊a utveckla detta system.

Sist skulle vi även vilja tacka Per Sunnergren för hjälpen under examensarbetet. Din kompetens
inom fysik har underlättat arbetet synnerligen.
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3.4.1 Träningsexperiment . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
3.4.2 Omr̊adesexperiment . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
3.4.3 Riktningsvektorexperiment . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19

4 Resultat 21
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1 Introduktion

Sensorsystem i autonoma fordon har sv̊art att skapa en överblicksbild av komplexa trafiksituationer,
därför kan det behövas externa sensorer för att skapa överblicksbild av situationen. Exempelvis kan
externa sensorer i form av videokameror övervaka en komplex trafiksituation s̊asom en korsning eller
rondell. Data fr̊an dessa sensorer kan användas för att skapa en övergripande modell av trafiksitu-
ationen. Modellen används som ett underlag för ett lokalt trafikledningssystem för att underlätta
beslutsfattandet för de autonoma fordonen.

Ett första steg i utvecklandet av ett s̊adant trafikledningssystem är att detektera, klassificera
och m̊alfölja enskilda objekt, fordon i en komplex trafiksituation. I det här projektet skall des-
sa grundläggande funktioner för m̊alföljning testas. Målföljning (eller mer specifikt Video Objekt
Målföljning) innebär att man följer enskilda eller flera objekt. Man identifierar och följer objektet
över tid och rum. Objektet tilldelas en identitet som den beh̊aller under hela skeendet där objektet
är närvarande. Målföljning används inom flera omr̊aden s̊asom självkörande bilar, övervakning och
trafikkontroll. Detektion är en delmängd av m̊alföljning, med skillnaden att m̊alföljning följer ob-
jektet över tid medan objekt detektion innebär att man identifierar ett specifikt objekt i en given
bild eller videoström [1].

Inom m̊alföljning diskuteras sp̊arning av enskilda objekt (Single Object Tracking .eng) eller
sp̊arning av flera objekt (Multiple Object Tracking .eng) [2]. I det här projektet handlar det om att
följa alla fordon i en trafiksituation, inklusive fotgängare och cyklister.

1.1 Motivation

Inom ramen för forskningsprojektet PAV (Planning for Autonomous Vehicles .eng) undersöker man
hur framtidens städer skall planeras för att bättre möta de krav som ställs av autonoma fordon.
Vid Högskolan i Halmstad undersöker man specifikt behovet av teknisk infrastruktur. I det här
projektet tittar man p̊a möjligheterna att använda externa sensorer för att m̊alfölja fordon inom
komplexa trafiksituationer i en stad.

1.2 Syfte

Syftet med arbetet är att m̊alfölja 3D objekt i en komplex trafiksituation (en trafikkorsning eller en
rondell) i en stad, för att sedan distribuera datan till autonoma bilar i näromr̊adet. Det här gör man
för att öka situationsmedvetenheten för de autonoma fordonen. Beteendet kan vara i form av närvaro
av fordon och hur fordonen rör p̊a sig. Syftet med att skicka datan till autonoma bilar är för att
underlätta deras beslut. Detta görs genom att skapa externa lokala automatisk trafikledningssystem
för autonoma fordon. Genom maskininlärning och m̊alföljning kan man övervaka trafiksituationer
och f̊a ut rörelsevektorer (i form av riktning och hastighet) fr̊an 3D objekten. Datan som genereras
i m̊alföljningsfunktionaliteten bearbetas och hanteras sedan för att sedan skapa en 3D-modell av
trafiksituationen.

Problemet som skall lösas är att med hjälp av en kamera och objektmålföljning tillhandah̊alla en
bättre situationsmedvetenhet av komplexa trafiksituationer för autonoma fordon i en stad. Detta
görs d̊a genom att skapa ett automatiskt system som följer fordon i trafiksituationen och lagrar
dess data för att skapa en 3D-modell av den data som kommer in. Man skall även träna upp
egna parametrar för att se om komplexiteten av programmet minskas och potentiellt ger bättre
bildhastighet än ett förtränat neuronnät.
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1.3 Avgränsningar

Detta projekt är ett delprojekt av ett större projekt som skall lösa modelleringen av komplexa
trafiksituationer. Det externa m̊alföljningssystemet kommer inte att skapas utan det baseras p̊a att
en redan befintlig öppen källkod (open source .eng) m̊alföljningsalgoritm kommer att modifieras.

Materialen och resurserna som kommer att användas under projektet är en stationär dator,
en kamera, samt inspelningar av komplexa trafiksituationer. Dessa tillg̊angar f̊as av Högskolan i
Halmstad.

Projektet begränsas till m̊alföljning av objekt samt att man skall räkna fram hastighet och
riktningsvektor för varje objekt.

1.4 Fr̊ageställningar

• Kan systemet m̊alfölja över tid och identifiera alla typ av fordon samt fotgängare och cyklister?

• Är det möjligt att f̊a ut riktningsvektorer i form av hastighet och riktning fr̊an varje identifi-
erad objekt?
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2 Bakgrund

2.1 Teknisk bakgrund

Figur 1 visar hur de tekniska delarna av projektet interagerar med varandra. Tensorflow är ett
ramverk för YOLO algoritmen, samt är Darknet ett ramverk för YOLO algoritmens träningsdel.
YOLO använder sig av DeepSORT algoritmen för objektsidentifiering. Tensorflow och YOLO är
baserade p̊a Faltningsnätverket (Convolutional Neural Network .eng).

Figur 1: Översiktsbild över Teknisk bakgrund.

2.1.1 Neuronnät

Ett artificiellt neuronnät (Artificial Neural Networks, ANN .eng) är en matematisk modell som
är inspirerad av det biologiska neuronnätet. Ett neuronnät best̊ar av artificiella neuroner som är
sammankopplade i grupp. Varje neuron har en viss vikt (weight .eng).
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Figur 2: Matematiskmodell över artificiella neuroner.

En matematisk modell av en artificiell neuron baseras p̊a tre delar [3], Figur 2. Dessa delar är:
multiplikationsdelen, summeringsdelen och aktiveringsdelen. Multiplikationsdelen best̊ar av inmat-
ningssignaler (x1, x2, x3..., xn) som är viktade. Att inmatningssignalerna är viktade menas att alla
individuella signaler multipliceras med individuella vikter (w1k, w2k, w3k..., wnk). I mittendelen av
en artificiell neuron ligger summeringsdelen. Summeringsdelen best̊ar av alla inmatningssignaler
som blivit multiplicerade med sina individuella vikter. Summeringen beskrivs som Vk. Ekvationen
fr̊an summeringsdelen kan beskrivas som:

Vk =

n∑
i=0

(wikxi) (1)

Där n är antalet insignaler, xi är inmatningssignaler, wi är vikterna.

Aktiveringsdelen är den slutgiltiga delen i den matematiska modellen i en artificiell neuron.
Aktiveringsdelen best̊ar av en aktiveringsfunktion som tar emot den slutgiltiga summationen, Vk,
och applicerar den i en aktiveringsfunktion. Aktiveringsfunktionen generar det slutgiltiga resultat,
Y, i utmatningslagret. Funktionen kan beskrivas matematiskt som:

Y = ϕ(Vk) (2)

Där Y är utmatningen fr̊an aktiveringsfunktionen, ϕ() är aktiveringsfunktionen i form av en
sigmoid funktion eller en softmax funktion och Vk är summeringen fr̊an summeringsdelen.
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Figur 3: Översiktsbild över ett artificiellt neuronnät.

Neuronnät är organiserade [4], Figur 3, med ett inmatningslager (input layer .eng), ett utmat-
ningslager (output layer .eng) och ett gömtlager som ligger i mellan inmatningslagret och utmat-
ningslagret. Detta gömdalager (hidden layer .eng) utför beräkningarna av neuronerna i det artifi-
ciella neuronnätet. Utmatningslagret visar utdatan fr̊an beräkningarna i det gömdalagret. Denna
utdata är visad i form av sannolikheten för varje objekt i inmatningslagret. Artificiella neuronnät
är strukturerade där inmatningslagret skickar informationen igenom det gömdalagret och till slut
till utmatningslagret. Den här strukturen kallas för ett fram̊atkopplatnätverk (feed-forward network
.eng).

Ett artificiellt neuronnät baseras p̊a att man tränar upp vikterna med träningsdata [5]. Inom
artificiella neuronnät används tv̊a metoder för att träna upp sitt neuronnät, övervakad eller icke-
övervakat träning. Bak̊atpropagerings-nätverk (backpropagation network .eng) använder sig av den
övervakade träningsmetoden [3]. I ett bak̊atpropageringsnätverk skickas informationen mellan alla
lager och sedan sprids medelkvadratfelet tillbaka till inmatningslagret för att justera värdena p̊a
varje neurons vikt. Principen är att man konstant skickar information till utmatningslagret för att
sedan sänka medelkvadratfelet tills det artificiella neuronnätet har lärt sig av träningsdatan. P̊a s̊a
sätt kan man f̊a en övervakad och anpassad neuronnät. Träningen börjar med att varje neurons vikt
har ett slumpmässigt värde och m̊alet är att justera viktvärdena tills felmarginal är minimerat. Ak-
tiveringsfunktionen för de artificiella neuronerna som implementerar bak̊atpropageringsalgoritmen
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kan beskrivas matematiskt som:

Vk =

n∑
i=0

(xiwik) (3)

Utmatningsfunktionen använder sig av en sigmoid funktion:

Ok(x,w) =
1

[1 + eVk(x,w)]
(4)

Man definierar medelkvadratfelet (Ek) för utmatningen av varje neuron som:

Ek(x,w, d) =
∑

(Ok(x,w)− dk)2 (5)

Vikterna justeras med hjälp av gradientnedstigningsmetoden:

∆wik = −η(
∂E

∂wik
) (6)

Där Vk är summeringen fr̊an inmatningslagret, Ok(x,w) är den faktiska utmatningen som varje
neuron f̊ar ut, dk är det förväntade resultatet och η- är inlärningskurvan.

P̊a den icke-övervakade träningsmetoden l̊ater man systemet själv uppfatta indatan och sedan
anpassa sig till indatan utan att f̊a hjälp fr̊an systemet.

Djupinlärning (Deep Learning .eng) är en term som beskriver artificiella neuronnät med fle-
ra lager. En vanlig djupinlärningsnätverk är Neuralt Faltningsnät (Convolutional Neural Network,
CNN .eng) vilket används för mönsterigenkänningsproblem, exempelvis objektidentifiering eller da-
torseende [6]. Faltningsnät, Figur 4, följer en annan arkitektur med lager som utför matematiska
beräkningar. Dessa lager är faltningslager (convolution layer .eng), kondenseringslager (pooling lay-
er .eng) och helt ihopkopplat lager (fully-connected layer .eng). Faltningslager och helt ihopkopplat
lager inneh̊aller parametrar medan kondenseringslagret har inga parametrar. I faltningslagret sker
en faltningsoperation och i kondenseringslagret sker kondenseringsoperationer. Faltningsoperatio-
nen applicerar ett filter p̊a bestämda parametrar (längd och höjd), detta filter kan exempelvis
appliceras p̊a en specifik del av en bild, och beräknar sedan skalärprodukten av filtrets bestämda
värden och vektorn av den specifika bilden. Detta skapar en egenskap för bilden. Filtret appliceras
sedan p̊a hela bilden och skapar d̊a en vektor med egenskaperna. Idén med kondenseringsoperatio-
nerna är att försöka nedsampla för att reducera komplexiteten för ytterligare lager. Ett exempel p̊a
en kondenseringsoperation inom bildbehandling är att minska upplösningen av en bild. Helt ihop-
kopplat lager fungerar som en traditionell neuronnät, med det menas att varje nod i nästa lager är
kopplad till noder i föreg̊aende lager. I utmatningslagret av ett faltningsnät visas resultatet i form
av en bild ifr̊an det helt ihopkopplade lagret.
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Figur 4: Översiktsbild över ett Neuralt Faltningsnät.

2.1.2 Tensorflow

Tensorflow [7] är ett open source bibliotek för storskalig maskininlärning (machine learning .eng)
och numeriska beräkningar. Det utvecklades av Googles Brain Team. Med hjälp av Tensorflow
kan man träna upp system inom exempelvis bildbehandling, inbäddning av vektorer, matematiska
ekvationer i form av numerisk analys, men även djupinlärning (i form av neuronnät). Tensorflow
är ett verktyg för att hantera strukturer av dataflöden som beskriver hur data skall röra sig genom
en graf av bearbetningsnoder. Varje nod i en graf representerar en matematisk operation och varje
samband mellan flera noder är en multidimensionell data array eller en tensor.

P̊a högniv̊a används Python för att scripta Tensorflow flöden [8] medan de matematiska ope-
rationerna är implementerade i C++. Tensorflow kan köras p̊a nästan vilken enhet som helst, en
lokal dator, iOS, Android enheter, molnet eller i enskilda grafikkort och processorkort.

Tensorflow har stor flexibilitet för skapandet av dataflödesdiagram. Ramverket skapar automa-
tiskt olika dataflödesdiagram (beroende p̊a vilket objekt som var givet i inmatningslagret) som
beskriver hur information rör sig mellan varje nod. Detta ger d̊a en bättre representation om vad
objektet har för attributer [9]. Tensorflow utvecklades av Google vilket gör att när en uppdatering
sker, har de förtur att f̊a tillg̊ang till uppdateringen. Eftersom Tensorflow utvecklades med Google
f̊ar de tillg̊ang till bibliotek som inte är vanligtvis tillgängligt. Tensorflow är ocks̊a open source vilket
betyder att man kan komma åt källkoden och uppdatera efter vad som behövs.
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Figur 5: Neuronnät med egenskaper, “Hidden Layer” och sannolikhetstabell [7].

I Figur 5 ser man en översikt av Tensorflow. Genom att beskriva för Tensorflow vilka objekts-
klasser som skall detekteras, definierar man objektens egenskaper. Dessa egenskaper är i form av
objektens längd och bredd. Denna del kallas för inmatningslagret (input layer.eng) och skickas över
till det gömdalagret (Hidden Layer .eng) som hanterar objektens egenskaper. Det gömda lagret är
ett dolt lager i ett neuronnät som ligger i mellan inmatningslagret och utmatningslagret (output
layer .eng). I figurens fall ser man hur det gömdalagret skapar tv̊a strukturerade grafer med hjälp
av neuronnätet. Neuronnätet kan hitta komplexa relationer mellan utseende och beteckning av ob-
jekten. I figuren kan man även se en tätlager (Dense layer .eng) metodik, varje nod är ansluten till
andra noder vilket ger ut bättre sannolikhets värden. I utmatningslagret visas sannolikheten om
varje objekt.

2.1.3 YOLO (You Only Look Once)

You Only Look Once [10] eller YOLO är specifikt utvecklad för m̊alföljning och detektion av 3D
objekt. Det utvecklades av Joseph Redmon och Ali Farhadi i 2015. YOLO kombinerat med kraftiga
grafikkort möjliggör m̊alföljning av objekt i videoströmmar med hög bildhastighet. YOLO fungerar
genom att enskilda artificiella neuronnät appliceras p̊a bild som separerar bilden i tv̊a enskilda delar.
Delarna kallas för sannolikhetsdelen och avgränsningsdelen (se Figur 6). Boxar och ID:n används
för att visuellt representera identifierade objekt.

YOLO i sig är en enskild algoritm som är baserat p̊a ramverket Darknet [11]. Darknet och
YOLO är skrivet i programspr̊aken C och CUDA. YOLO algoritmen och Tensorflow ramverket kan
implementeras i en m̊alföljningsalgoritm för att skapa ett m̊alföljningssystem. D̊a YOLO algoritmen
är skrivet i CUDA är det mest optimalt att använda det med hjälp av en datorsystems grafikkort,
dock g̊ar det även att använda YOLO algoritmen med datorsystemets processor. För ramverket
Darknet är det rekommenderat att träna upp ett system p̊a grafikkortet eftersom det är 500 g̊anger
snabbare än att träna med hjälp av en dators processor [12].

När YOLO detekterar ett objekt i en videoström, indikerar den ett identifierat objekt med en
l̊ada och färgkodar l̊adan efter vad objektet klassificeras som [13], är det en person kan l̊adan bli
bl̊a, är den ett fordon blir l̊adan grön, är den en arm, mugg eller en dator f̊ar de olika färgkodningar.
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Dessa färgkodningar gör det lättare för människor att känna igen olika objekt i videoströmmen.

Figur 6: YOLOs identifiering av objekt. En SxS bild delas upp inom tv̊a delar, sannolikhets delen
och avgränsnings delen. Delarna sl̊as ihop för att f̊a ut avgränsade l̊ador av objekten [12].

YOLO används för att identifiera objekt i en bild eller videoström. YOLO algoritmen använder
sig av ett enskilt neuronnät över hela bilden eller videoströmmen och sedan delar neuronnätet bilden
eller videoströmmen inom tv̊a delar, sannolikhetsdelen och avgränsningsdelen. Sannolikhetsdelen,
vilket är den nedre delen i Figur 6, visar sannolikheten i färg vart ett objekt befinner sig och
typen av objektet. Avgränsningsdelen avgränsar vart objektet är positionerat. Om ett omr̊ade är
tjockare och tätare avgränsat finns det större sannolikhet att ett objekt befinner sig i den positionen
(exempelvis ser man hur fordonet och hunden har mer avgränsade l̊ador). YOLO algoritmen sl̊ar
sedan ihop b̊ada delarna för att f̊a ut ett slutresultat av objekt med avgränsade l̊ador samt en
sannolikhet över vad för typ objektet är.

2.1.4 DeepSORT

Simple Online and Realtime Tracking (SORT .eng) är en resultatinriktad metod för multiple object
tracking. SORT använder sig av Kalmanfilter vilket är en algoritm som uppskattar ett objekts
tillst̊and utifr̊an flera mätserier med brus [14]. SORT kan leverera väldigt precisa värden inom
multiple object tracking, men däremot kan ha problem med identitetshantering av objekten. Detta
sker eftersom SORT har problem med att målfölja när kameran blir blockerat framifr̊an och kan
d̊a byta identitet av objekten. Genom att träna upp sin algoritm med djupinlärning och neuralt
faltningsnät kan man förbättra SORT metoden samt förhindra problemet med identitetshantering

9



[15].

2.2 Liknande arbeten

2.2.1 Towards Real Time Vehicle Counting using YOLO-Tiny and Fast Motion Esti-
mation

I den här artikeln användes YOLOv3-Tiny (en delversion av YOLO som ger högre bildhastighet
men har en mindre precision än YOLO [16]) för att skapa ett system som målföljer fordon och ger
antalet fordon över tid, identitet p̊a fordonen samt fordonens hastighet. Målföljningen baserades
över en enkelriktad väg och en dubbelriktad väg. Arbetet beskriver hur YOLOs delversion fungerar
som m̊alföljningsalgoritm i realtid [17].

Artikeln visar hur man kan f̊a ut antalet fordon över tid för att sedan spara dessa värden. Samt
hur man använder YOLOv3-Tiny algoritmen. De beskrivna metoderna användes under det här
projektet bortsett fr̊an att vi skall använda oss av YOLOv3 algoritmen med Tensorflow ramverket.

2.2.2 Vehicle Counting System using Deep Learning and Multi-Object Tracking Met-
hods

Inom denna forskningsstudien samlade man in data fr̊an 27 olika kameror som är placerade p̊a en
specifik motorväg för att sedan använda datan till djupinlärning. Med hjälp av djupinlärning och
träningsalgoritmer kunde man skapa en YOLOv3 modell för att m̊alfölja objekten i motorvägen mer
noggrant. När modellen var färdig tränad ställde man upp specifika omr̊aden inom videoströmmarna
där man m̊alföljer 3D-objekten i realtid. Inom videoströmmarna ställde man även upp objektre-
ferenspunkter. Referenspunkterna användes för att f̊a reda p̊a vilken riktning ett fordon färdas. I
arbetet presenterar man även Kernel Correlation Filter (KCF .eng), en algoritm för m̊alföljning i
realtid [18], för att f̊a en mer precis uppskattning av antalet fordon [19].

Forskningsstudien visar hur man tränar egna YOLOv3 modeller med hjälp av Djupinlärning.
Inom studien visar Liang et al. (2020) hur man kan sätta upp specifika omr̊aden och referenspunkter
för att kunna m̊alfölja samt f̊a riktningen p̊a fordonen som passeras omr̊aden. Detta görs genom att
använda referenspunkter i varje kamera som skall visa vilken riktning ett fordon färdas i. Med hjälp
av referenspunkterna placerar man in specifika omr̊aden p̊a vägen där fordonen kör. Metoden för
att definiera omr̊aden och referenspunkter kommer att användas i projektet, detta görs eftersom
det blir mindre komplicerat att f̊a ut riktningen fr̊an objekten som m̊alföljs.

2.2.3 CityFlow: A City-Scale Benchmark for Multi-Target Multi-Camera Vehicle
Tracking and Re-Identification

I CityFlow [20], definieras riktmärken för att kunna synkronisera flera kameror. Projektet fokuserar
p̊a att identifiera fordon (Re-Identification .eng) med hjälp av flera kameror som m̊alföljer fordonen.
Inom projektet satte man upp kameror runt ett stadsomr̊ade för att sedan m̊alfölja fordon. Dessa
kameror var synkroniserade genom att objekt som dök upp i en kamera skulle beh̊alla dess identitet
när det passerat förbi en annan kamera. Inom projektet la man manuellt in specifika omr̊aden p̊a
en komplex väg där fordon skulle målföljas samt identifieras. Projektet visade hur YOLOv3 samt
andra algoritmer fungerade för storskalig m̊alföljning. Projektet visar även hur man tränar upp sitt
system med hjälp av datasets.
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Denna studie visar att det är möjligt att med sitt egna upptränade system m̊alfölja objekt med
tv̊a olika kameror, där b̊ada kamerorna är synkroniserade. Relevansen för detta projekt kommer
ifr̊an processen att försöka identifiera fordon om igen (Re-identification delen). Det visar hur man
kan beh̊alla samma identitet p̊a ett fordon utan att det förloras över tid.

2.2.4 ELECTRICITY: An Efficient Multi-camera Vehicle Tracking System for Intel-
ligent City

I artikeln föresl̊ar man ELECTRICITY [21] ett system som m̊alföljer objekt över flera kameror
(multi-camera .eng) samt använder sig av multiple object tracking och re-identification. Projektet
liknar [20] där man synkroniserar flera kameror samt m̊alföljer fordon över sex scener med totalt 46
kameror placerade runt omkring en särskild stadsomr̊ade. Dock använder sig inte ELECTRICITY
utav YOLO algoritmen för m̊alföljningen, utan artikeln förklarar bara hur YOLO algoritmen kan
implementeras i ett trafikledningssystem.

Studien beskriver målföljning av flera objekt över flera kameror (multi-target cross-camera
tracking, MTMC .eng). Studien förklarar hur det är mer komplicerat att applicera MTMC i ett
m̊alföljningssystem än single object tracking eller multiple object tracking d̊a man i MTMC detek-
terar flera objekt över flera videoströmmar. I ett MTMC system fokuserar man även p̊a att h̊alla
identiteten av varje objekt som passerar ett nytt omr̊ade utan att förlora objektet över tid.

ELECTRICITY är ett trafikledningssystem som är lik det system som skall utföras i det här
projektet. Projektet ELECTRICITY i sig är lik 2.2.3 och följer samma koncept med att m̊alfölja
flera objekt över flera kameror samt att man h̊aller reda p̊a varje objekts identitet över bild. Enda
skillnaden mellan det här projektet och ELECTRICITY är att under det här projektet använder
man sig av YOLOv3 modellen.
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3 Metod

Under projektets g̊ang kommer man att utföra experiment för att kunna besvara fr̊ageställningarna.
För att visa att man kan följa och detektera objekt indikerar man med en röd prick p̊a varje objekt
som förflyttar sig över tid. Sedan ökar man antalet objekt som blivit sp̊arade. Riktningsvektorer
kan f̊as ut om man i ett specifikt omr̊ade m̊alföljer alla objekt som passerat omr̊adet och därmed
bestämma riktning samt hastighet av alla identifierade objekt. För att visa att man kan f̊a ut
riktningsvektor fr̊an varje objekt indikerar man inom varje objekts särskilda l̊ada hastigheten och
riktningen med en vektorpil.

3.1 Metodbeskrivning

Projektet g̊ar ut p̊a att med hjälp av inspelningar kunna identifiera objekt som rör sig p̊a en
korsning, ge dessa objekt ett id, räkna hur m̊anga av varje objekt det finns totalt samt hastigheten
och riktningen för varje objekt.

3.2 Genomförande

Projektet kommer att delas upp i tre moment (Träningsmoment, Målföljningsmoment och Data-
behandlingsmoment) detta görs för att underlätta och att varje moment kan fokusera p̊a att klara
sina individuella m̊al. Arbetet kommer att baseras p̊a open source. För träning av system kom-
mer videoströmmar finnas tillgängliga. Alternativt kan man använda Google Colabs gratis material
som finns för att träna upp system [22]. Sensorerna som är i form av kameror finns tillgängliga
och det finns även tillg̊ang till mindre arbetsstationer. Träningsmomentet best̊ar av att man skall
undersöka hur man kan träna ett system som skall detektera samt m̊alfölja objekt över tid, och om
man kan f̊a ut antalet fordon i en videoström. Man vill ocks̊a kolla om en mindre komplex algoritm
som fokuserar p̊a att m̊alsöka endast utvalda klasser, om denna kan ge en högre bildhastighet än
en förutbildad algoritm som söker efter fler klasser. Målföljningsdelen beskriver hur man skapar
riktningsvektorer i form av hastighet och riktning genom att sätta upp specifika omr̊aden. Data-
behandlingsdelen förklarar hur man behandlat all data som kommer ut fr̊an systemet, exempelvis
identitet, hastighet, riktning och objektets position.

3.2.1 Träning

En metod för träningen är att man tränar upp YOLO algoritmen med hjälp av ramverket Darknet
[12]. Genom Darknet klassificerar man vilka klasser man vill träna upp. Detta görs genom att ladda
ner bilder fr̊an datasets. Dessa bilder är bilder p̊a objekt av klasser som skall användas för träning.
Under projektet m̊alföljer man sex olika klasser, personer, bilar, cyklister, lastbilar, bussar och
motorcyklister. Ungefär 2000 bilder per klass laddades ner varav totalt 12000 bilder sparades för
träning. Dessa bilder laddades ner fr̊an Open Images Dataset [23] med hjälp av ett GitHub skript
som l̊ater en ladda ner flera tusen bilder samtidigt fr̊an datasetet [24]. Darknet hanterar träningen
för anpassade system genom att konvertera alla bilder till YOLO anpassad format.

Innan Darknet började med träningen för systemet var man tvungen att sätta in hyperparamet-
rar inne i Darknets träningsprogram. Hyperparameterar är parametrar som man ställer in innan
man p̊abörjar träning av ett system. Dessa parametrar definierar antalet klasser och bilder som ska
användas. Darknet träningen kördes med hjälp av datorns CPU.
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Träningsprocessen sker automatiskt. Darknet itererar genom varje bild och detekterar objektet
i bilden för att sedan anpassa systemet. För varje iteration lär sig systemet hur objektet skall
identifieras vid m̊alföljning. En annan träningsmetod är att man tränar upp sin YOLO algoritm
genom Google Collab. Genom Google Collab kan man ladda ner Darknet ramverket och f̊a en
tidsbegränsad träning(en träning som körs i 12 timmar) som sedan sparar värdena för att kunna
fortsätta med träningen i ett senare tillfälle. Med Google Collab f̊ar man en egen molnbaserad GPU
som kan användas för att snabbt och enkelt träna upp algoritmen. Genom att följa guiden i [25] kan
man f̊a ett system tränat via GPU, men där resultatet ska vara samma som om man hade tränat
via Darknet (CPU).

3.2.2 Målföljning

Detta delmoment hanterar objektm̊alföljning, hastighetsberäkning och skapandet av riktningsvektor
attributen. Man börjar med objektm̊alföljningen med en kamera för en komplex trafiksituation, i
detta fallet en vägkorsning. Om man lyckas m̊alfölja objektet skall en röd prick ritas i mitten av
rektangeln. Detta görs via att man använder:

(x, y) =
x2 + x1

2
,
y2 + y1

2
(7)

Där x symboliserar X-positionen och y för Y-positionen i ett koordinatsystem. De andra variablerna
x2 och y2 är koordinaterna av ett hörn i den rektangeln som bildas när ett objekt m̊alföljs och x1
och y1 är de motst̊aende hörnen i samma rektangel. Formeln tar varje hörn p̊a m̊alföljningen och
kan d̊a räkna ut vart mittpunkten är. Mittpunkten skall symbolisera positionen s̊a att man senare
kan kolla och se hur den har rört sig under en videoström. Samtidigt som detta sker skall även
systemet ha skapat olika räknare för varje klass, s̊a om ett objekt aktivt m̊alföljs skall varje objekt
f̊a ett unikt ID. Systemet skall även redovisa p̊a skärmen det totala antalet objekt som har m̊alföljts.

Inom m̊alföljningen fokuserar man även p̊a att räkna antalet godkända objekt under vide-
oströmmen. En viktig princip är att man uppdaterar bara räknaren om objektet är en Sant Positiv
(True Positive .eng) objekt. Ett Sant Positiv objekt är ett objekt som har ett garanterat unikt ID
och en hög precision p̊a klassen av objektet (> 60%). Algoritm 1 visar hur systemets Sant Positiv
räknare fungerar.
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Result: Räknaren visar bara Sant Positiva objekt
Koden innan initialiserar klassen;
for Objekt x har ett godkänt objekt klassnamn do

if Om x inte är i en godkänd klasslista: then
Sätt objekt x i korrekt lista

end

end
for Sp̊arade objekt i objekt sp̊arare do

if Om objekt inte är godkänt eller det har tagit för l̊ang tid att hitta objekt then
continue;

end
else

Ge objekt en unik l̊ada och f̊a ut typ av klass (Klassnamn);
for Objekt Klass, Objekt Värde i Godkänd Klasslista do

if Sp̊aradklass ID inte är i Objekt värde och Objekt Klass = Klassnamn then
Lägg in i Godkänd lista unik identitet och unik klass (Sant Positiv);
Uppdatera räknaren;

end

end

end

end
Algorithm 1: Visar hur v̊ar Sant Positiva objekträknare är uppsatt. Systemet g̊ar igenom tre
stadier: Kontrollerar om objektet är av godkänd klass och stoppar de i korrekt lista. Ge objekten
en unik l̊ada och sedan kontrollera om objektet är Sant Positiv, för att sedan uppdatera räknaren.
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För att kunna beräkna hastigheten och riktningsvektorn m̊aste man fokusera p̊a ett omr̊ade i
videon [19]. Omr̊adet markeras med hjälp av tv̊a röda linjer (se Figur 7).

Figur 7: Visar det markerade omr̊adet där objekten m̊alföljs samt visar hastigheten av objekten.

Hastighet och riktningsvektor

Om objektet har en ursprungsposition (röda pricken), och i nästa bildruta har den positio-
nen ändrats kan man uppskatta hastigheterna i sidled och radiellt genom att dividera avst̊and
förflyttningarna med tidsskillnaden mellan de tv̊a bildrutorna. Skillnaderna i dessa tv̊a positioner
kommer d̊a bilda en triangel, Figur 8, där Pythagoras sats kan appliceras där triangelns hypotenusa
d̊a är hastigheten. Vx och Vy är framtagna genom att dela avst̊andsförflyttningen med Delta-T
som är tiden det tog för föreg̊aende bildruta att byta till nuvarande bilruta.
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Figur 8: Visar metoden som används när vinkeln (Alpha) skall beräknas.

Eftersom positionen av ett objekt har b̊ade en X och en Y koordinat m̊aste tv̊a olika beräkningar
göras utifr̊an v̊ar modell. Ekvation 8 tillsammans med Ekvation 9 och 10 visar hur man kan f̊a ut en
punkt p̊a linjen som g̊ar fr̊an nuvarande position (origo) men med rätt vinkel vilket blir en prognos.

Alpha = arctan(
Vx
Vy

) (8)

Y Alpha = Hastigheten ∗ cos(Alpha) (9)

XAlpha = Hastigheten ∗ sin(Alpha) (10)

3.2.3 Datahantering

Datahantering sköter all data som kommer in ifr̊an m̊alföljningsmomentet. Det är möjligt att all
data skall sparas i en form av en lokal eller extern databas som sorterar all data som skall in. Denna
data är d̊a den synkroniserade datan fr̊an m̊alföljningsmomentet. Data skall tas emot och sparas
lokalt, denna data är tänkt att sedan skickas in till ett 3D-modelleringssystem av trafiksituationen.
Systemet sparar vilken tidsram, objektens unika ID, vilken klass det är, och dess position samt
riktning till en fil.

3.3 Integritet

EU har sedan n̊agra år tillbaka skapat regler och lagar för hur och vad man m̊aste göra, om ett
system skall exempelvis övervaka ett omr̊ade med video och kan p̊a s̊a sätt f̊a fram bilder p̊a personer
eller deras privata ägodelar. Enligt EUs lagar m̊aste ett s̊adant system vara åtkomligt för ett tredje
parts personer som ska kunna inspektera och upprätth̊alla s̊a att det inte sparas n̊agot om en viss
person och dess integritet [26].

Systemet kommer inte att spara n̊agon information ang̊aende vems bil som har filmats, bilens
registreringsskylt eller n̊agot förutom tidpunkt i inspelningen (tidsram), objektets unika ID (som är
erh̊allet fr̊an systemet), vilken klass det är, och dess position samt dess riktningsvektor. Systemet i
sig kommer att laddas upp i en privat GitHub som inte kommer att vara åtkomlig. Inga inspelningar
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kommer att laddas upp p̊a nätet utan istället kommer alla inspelningar att lämnas tillbaka till
Högskolan i Halmstad. Samt kommer även arbetsstationen att lämnas tillbaka och systemet kommer
att tas bort fr̊an arbetsstationen.

3.4 Experimentuppställning

Systemet har utfört olika sorters experiment, exempelvis var det första experimentet att sätta upp
och starta en inlärningsprocess för att kunna identifiera de sex valda klasserna. Tabell 1 visar vad
systemet uppst̊ar av och i Tabell 2 redogörs vilka program som har använts när systemet tränades.

Datorutrustning: Arbetsstation
Processor: Cpu intel(R) core(TM) i5-8500 CPU @ 3.00GHz

Minne: Ram 8 gigabyte
Operativsystem: Ubuntu version 20.04.2 LTS

Grafikkort: Intel UHD graphics 630
H̊arddisk: 250 gigabyte

Tabell 1: H̊ardvaruuppställning.

Program och versioner:
Python version 3.8.5 Anaconda

Easydict version 3.8.1
Tensorflow version 2.3

lxml version 4.6.1
tqdm version 4.43.0

Matplotlib version 3.3.2
Pillow version 8.0.1

Tabell 2: Mjukvaruuppställning.

Experimenten delas upp i tre delar, träning, omr̊ade och riktningsvektorexperiment.

3.4.1 Träningsexperiment

Experimenten för att träna upp systemen ställdes upp först genom att ladda ner 12000 bilder
totalt, där varje klass har 2000 bilder för sig. Sedan installerar man ramverket Darknet som till̊ater
en att träna upp och klassificera objekt fr̊an bilderna som har laddats ner. Syftet med att träna
upp ett system var för att kolla om komplexiteten som minskade leder till en bättre bildhastighet
(Frames per seconds, FPS .eng). Varje algoritm ger en genomsnittlig bildhastighet, en genomsnittlig
precision (mean average precision, mAP .eng) samt ett värde som indikerar felmarginal av en
algoritm (Average Loss .eng). Average Loss används för att se hur mycket fel en algoritm gör inom
objektsdetektering. Ett l̊agt värde ( 0.0XXXXX < ) indikerar p̊a goda vikt egenskaper.
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3.4.2 Omr̊adesexperiment

Inom omr̊adesexperiment tittar man hur man skall sätta upp specifika omr̊aden. Inom dessa omr̊aden
skall objektm̊alföljning och hastighetskontrollering ske. Inom experimentet skall man ta reda p̊a hur
man kan f̊a ut vad en verklig meter är p̊a videoströmmen. Man skall även, när man har ställt upp
omr̊adena, se om man kan f̊a ut riktningen p̊a varje objekt inom omr̊adet.

3.4.3 Riktningsvektorexperiment

Experimenten visar hur man använder sig av ett objekts föreg̊aende position för att ta reda p̊a
hastigheten inom nästa tidsram. Dessutom visar experimenten hur man tar reda p̊a objektens
riktning.

Efter att man kan beräkna hastigheten för varje objekt inom omr̊adet s̊a kan man använda
formlerna som anges under 3.2.2 (Ekvationen 8, 9 och 10) för att skapa och rita en prognos för vart
objektet riktar sig mot [17].
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4 Resultat

4.1 Resultat av Experimentuppställning

4.1.1 Träningsexperiment

Experiment 1

Experiment 1 började med att sätta upp Darknet och träna upp systemet med hjälp av de 12000
bilderna som hämtades fr̊an nätet. I det här experimentet tränades nätverket i ungefär 8 dagar och
hade d̊a itererat igenom 8160/12000 bilder när det till slut kraschade. Man identifierade problemet
som en minnesläcka som ett resultat av hur man ställt upp Darknet och fortsatte d̊a till Experiment
2.

Experiment 2

Experiment 2 kördes i ungefär 7 dagar och hade itererat igenom 8000/12000 bilder tills man
bestämt att Darknets träningsmetod tog för l̊ang tid. CPU baserad träning tog ungefär 60 g̊anger
längre än GPU baserad träning [27] vilket medförde att det bedömdes att användandet av den
tillgängliga arbetsstatioen var orimlig. Man visste nu att iterationerna inte var färdiga efter 12000
bilder utan att när träningen hade klarat 12000 bilder s̊a var det den första iterationen utav 12000
iterationer (allts̊a skall den köra 12000*12000 totala iterationer), se Tabell 3.

Experiment CPU/GPU Iterationer mAP (mean average precision) FPS Tid
Experiment 1 CPU 8160 - - 8 dagar
Experiment 2 CPU 8000 - - 7 dagar
Experiment 3 GPU 144,000,000 71% 4 17 dagar

Tabell 3: Visar varje experiments träningsprocess. Varje experiment är delat i antingen CPU baserad
träning eller GPU baserad träning. Samt visas iterationer, mAP och FPS och tiden det tog.

Experiment 3

I Experiment 3 valde man att slutföra träningen med hjälp av Google Colab. Man följde d̊a
guiden i [23] och träningen slutfördes efter ungefär 17 dagar. Anledningen till varför det tog mycket
tid att slutföra träningen var p̊a grund av att Google Colab inte till̊ater en användare att använda
dess service i mer än 12 timmar i sträck utan d̊a m̊aste man vänta en viss tid innan man kan
starta upp sitt program igen. Träningen visade p̊a kraftfulla vikt värden med ett genomsnittligt
fel (Average loss .eng) p̊a 0.000001 med en genomsnittlig precision (mean average precision, mAP
.eng) p̊a 71% se Tabell 3 och Tabell 4, där v̊art system SceneAnalytics, jämförs mot den förtränade
dataset COCO.
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Algoritm FPS (Medelvärde) mAP (mean average precision)
COCO 3.1 63%

SceneAnalytics 4 71%

Tabell 4: Visar average FPS och precision i skillnad mellan förtränad algoritm (COCO) gentemot
v̊aran upptränade algoritm (SceneAnalytics). Projektets algoritm visar en högre FPS samt högre
mAP.

Experiment 4

Experiment 4 gick ut p̊a att visa p̊a om man kunde åstadkomma bättre bildhastighet när kom-
plexiteten av nätet minskades. När man fick ut sina vikter i Experiment 3 var man tvungen att
konvertera om de till vikter med Tensorflow egenskaper. Detta ledde till ett fel som gjorde att när
man testade sina nya vikter i en Tensorflow miljö s̊a fick man inte fram n̊agonting p̊a systemet,
allts̊a att inga objekt m̊alföljdes. Däremot s̊ag man att bildhastigheten hade ökats med ungefär 1
FPS (vilket är en förhöjning av FPS p̊a 25%).

4.1.2 Omr̊adesexperiment

Experiment 1

Programmet jämför varje objekts position med dess föreg̊aende position för att p̊a s̊a sätt se om ett
objekt passerat in i eller lämnat omr̊adet. Programmet kollar p̊a den röda prickens position vilket
ska symbolisera objekts position.

Ett enkelt test att var att skapa en räknare som bara räknar objekt som nuvarande är inom
omr̊adet och skriver ut antalet i konsolen. S̊a om ett objekt kommer in ökas räknaren, och om ett
objekt lämnar minskar räknaren. Idén kom ifr̊an det liknande arbetet [19]

Experiment 2

För att ta fram hur m̊anga “pixlar” i x respektive y led motsvarar en meter, tog man sig till
platsen i verkligheten och mätte avst̊andet mellan utvalda punkter. Efter utmätningen kan man
räkna ut hur l̊angt en meter i verkligheten motsvarar i pixlar. Experimentet visar dock även att
en kameras position och vinkel spelar roll i hur m̊anga pixlar en meter verkligen. Ju närmare en
trafikväg kameran är dest̊a mindre antal pixlar blir en meter, om en kamera befinner sig längre bort
ifr̊an en trafikväg blir det mer pixlar per meter. Man bestämde sig för ett konstant pixel värde som
skulle representera en meter istället för att göra en projektion.

4.1.3 Riktningsvektorexperiment

Experiment 1

Systemet m̊aste jämföra objektets nuvarande position med föreg̊aende för att kunna använda form-
lerna som anges i 3.2.1 under hastighet. Om systemet har beräknat att fordonet befinner sig inom
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omr̊adet, s̊a skrivs även en hastighet ut i konsolen. För att vara säkra p̊a att denna hastigheten är
rimlig gjordes även manuella kontroller. Hastigheten visas visuellt genom att det skrivs p̊a videon.
Varje objekt som har identifierats f̊ar sin hastighet skrivet över objektets ID.

Experiment 2

Om man skriver ut den nya riktningsprognosens position i konsolen är det sv̊art att se om det
är rimligt eller inte. Därför drar man ett streck fr̊an objektets röda mittpunkt ut till den punkt som
formlerna ger oss (riktningsprognosen), för att p̊a s̊a sätt indikera vart objektet är p̊a väg.

4.2 Slutresultat

SceneAnalytics kan hitta, lokalisera och m̊alfölja objekt i en videoström. Systemet markerar objek-
ten som m̊alföljs med en röd prick i mitten av varje objekts l̊ada för att markera dess nuvarande
position. Det är via objektets position som man kan se ifall objektet befinner sig innanför det
markerade omr̊adet. Om detta stämmer beräknas även hastighet och en riktnings prognos se Figur
9.

Figur 9: Visar v̊art markerade omr̊ade, med visa objekts hastighet samt dess riktningsvektor.

Programmets resultat, efter en komplett videoström, skriver ut alla specifika ramar, unika objekt
ID som objektets klass, hastigheten inom omr̊adet och vilken riktning objektet rör sig mot. Resultat
skrivs ut till en fil (se Figur 10) som är tänkt att kunna användas i ett 3-modellerings program
(exempelvis MATLAB) för att modellera trafiken av varje objekt. I en videoström p̊a ungefär tre

23



och en halv minut f̊ar man ungefär 10541 unika tidsramar, detta kan göra att datamängden snabbt
blir stor.

Figur 10: Visar vad som skrivs till v̊ar fil.

Ett problem som har uppkommit är att systemet är undertränat och kan hitta tv̊a olika klasser
som g̊ar in i varandra, detta kan göra s̊a den blir osäker p̊a vad exakt den ser och kan ge ut fel
klass som resultat. Systemet kan ocks̊a tappa m̊al sökningen p̊a objektet vilket betyder att d̊a f̊ar
objektet ingen hastighet även om objektet är i det specifika omr̊adet (se Figur 11 och Figur 12).
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Figur 11: Visar tv̊a objekt som är p̊a väg ner̊at. Notera hur Objekt 78 är identifierat som en person
fast det är en motorcykel.
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Figur 12: Visar hur objekt 78 helt plötsligt har slutat att m̊alföljas.
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5 Diskussion

Syftet med arbetet är att m̊alfölja objekt i en komplex trafiksituation vilket SceneAnalytics har
visat att den kan göra.

Arbetet började med att träna upp en egen modell för att se om bildhastigheten ökas när
man minksar antalet klasser av objekt. Träningen började med att använda YOLOs egna ramverk,
Darknet, som exekveras p̊a datorns processor. Nackdelen till att köra träningen p̊a datorns processor
är att det tar alldeles för l̊ang tid att slutföra träningen [27]. Man flyttade över träningsprocessen
till Google Colab. Fördelen med att fortsätta träningen med Google Colab är att man f̊ar en egen
molnbaserad CUDA grafikkort utan extra kostnader. Men det kommer med en stor begränsning
och det är att de molnbaserade grafikkorten är tidsbegränsade och man m̊aste ibland vänta dagar
innan man kan fortsätta med träningen. Trots allt tog det inte alltför l̊ang tid och man kunde f̊a
ut en färdig modell (Se Tabell 3, Kapitel 4.1.1) som visade p̊a bättre egenskaper (exempelvis högre
FPS och högre mAP) än den förtränade algoritmen.

Den största relationen mellan v̊art projekt och [20], [21] är att man tränat upp en egen modell
samt m̊alföljer objekt inom komplexa trafiksituationer. Man har även skapat en räknare för antalet
objekt som har m̊alföljts i videoströmmen. De andra projekten fokuserar p̊a att m̊alfölja flera objekt
med flera kameror (multi-target cross-camera tracking, MTMC .eng).

SceneAnalytics är dock inte ett helt färdigt system. Det finns olika metoder som skulle förbättra
projektets slutresultat.

• En h̊ardvaruuppställning med ett kraftfullare grafikkort skulle förbättra bildhastigheten d̊a
YOLO är byggt med CUDA.

• En annan metod skulle vara att börja med att 3D-modellera den komplexa trafiksituationen
för att f̊a ut planet av platsen, Figur 13. D̊a skulle positionen av kameran inte kräva nya
referenspunkter d̊a man vet vad en faktiskt meter är oavsett hur l̊angt ifr̊an kameran är ifr̊an
trafiksituationen.

• För att kunna f̊a en bättre hastighetskontroll d̊a kan man spara och summera objektens
hastighet över tid när objektet g̊ar in i den förlagda omr̊adet samt sparar man även tidsramen.
D̊a kan man åstadkomma en stabilare medelhastighet.

• Ett annat alternativ är att man tränar upp sin egna modell med ännu fler bilder för att f̊a
en högre precision. Projektet fokuserade p̊a sex klasser med 2000 bilder för varje klass, vilket
ledde till ungefär 71% precision. Ökar man antalet bilder samt varierar bilderna d̊a finns en
möjlighet att öka denna precisionen ännu mer.

• Inom datahantering kan man även tänka p̊a att inte överbelasta filen med för mycket infor-
mation, d̊a detta kan leda till en väldigt stor fil inom kort tid. En enkel implementation skulle
vara att sätta upp en lokal databas och spara värdena för varje ny videoström.
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Figur 13: Visar hur man skulle kunna f̊a ut 3D-modellen av ett omr̊ade med hjälp av transformation.

5.1 Felkällor

Systemet är baserat p̊a en förtränad YOLOv3 modell som egentligen är menat för ett CUDA baserat
grafikkort. Inom projektet har man anpassat och modifierat systemet s̊a att det kan klara av att
m̊alfölja med hjälp av processorn. Detta har lett till vissa felkällor.

• Visar fel typ av klass när systemet m̊alföljer ett objekt. Leder till att det blir fel i räknaren.
Detta sker exempelvis d̊a ett objekt är längre ifr̊an kameran d̊a visar systemet i vissa fall att
ett specifikt fordon är en annan typ av fordon.

• Systemet kan i vissa fall förlora ett identifierat objekt och sedan ge de ett nytt ID när det är
upphittat igen. Leder till att det blir fel i räknaren samt leder till fel i hastighetsberäkningen
om objektet befinner sig i det markerade omr̊adet. I ett testfall beräknade man 362 identifie-
rade objekt, utav dessa 362 tappade systemet identiteten p̊a 31.

• När systemet beräknar vilken typ av objekt den målföljer d̊a är systemet l̊ast till att endast
kunna välja mellan de sex specificerade klasserna. Räknaren tar bara med de objekt som har
ett garanterat unikt ID och en bestämd klass, detta gjordes för att f̊a ut sant positiva (true
positive .eng) objekt s̊a att räknaren inte tog med objekt som är n̊agot annat än de sex valda
klasserna.

5.2 Samhällsaspekter

5.2.1 Ekonomisk

Algoritmen YOLO och ramverket Tensorflow är open-source baserade verktyg som till̊ater att
vem som helst kan använda dessa verktyg. Projektet var baserat p̊a ett utvecklat open-source
m̊alföljningsystem. Google Colab och ramverket Darknet utnyttjades under träningsmomentet för
att träna upp ett eget system. B̊ade Google Colab och Darknet är open-source och gratis.

Kostnaden för projektet ligger p̊a kostnaden för den enskilda kameran samt kostnaden för ar-
betsstationen. Förutom utrustningen som användes under projektets g̊ang är detta projekt helt
gratis att göra. Alla mjukvaror som laddades ner var även gratis samt open-source.
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Framtida självkörande fordon kan leda till goda ekonomiska effekter. Exempelvis kan självkörande
bilar leda till kostnadsbesparingar i samband med minskade krascher [28], bränsleeffektivitet och
bättre tillg̊ang till transport [29]. Man kan i princip minska trafiken helt eftersom självkörande bilar
är synkade genom att först̊a varandras beteenden.

5.2.2 Ekologi

De ekologiska samhällskraven är l̊aga för detta projekt men kan leda till en även större diskussion
om det kan bli potentiellt farligt med att fortsätta med skapandet av s̊adana system. De allra
flesta h̊ardvaruuppställningar inom liknande projekt, inneh̊aller kraftfulla grafikkort för att kunna
utnyttja Darknet optimalt samt för att h̊alla bildhastigheten hög. De mest kraftfulla grafikkorten
är skapade av materialet silikon och under arbetets g̊ang finns det en global brist p̊a halvledare [30].
De kraftfulla grafikkorten, som används inom artificiell intelligens eller liknande omr̊aden där man
tränar upp ett neuronnät, producerar höga koldioxidutsläpp d̊a grafikkorten m̊aste konstant vara
ig̊ang [31].

Ekologiskt har självkörande bilar en positiv effekt för miljön. Mänskliga förare har en tendens
att köra i höga hastigheter, bromsa mer och accelererar mer. Det resulterar i att fordonen använder
mer bränsle och leder till en ökning av koldioxidutsläpp. Självkörande bilar kör mer precist vilket
leder till att de negativa faktorer som mänskliga förare har minksar [32].

5.2.3 Integritet

Målföljning i allmänhet kan användas för att exempelvis övervaka byggnader för att motverka krimi-
nalitet. Däremot kan m̊alföljning användas för övervakning av människor vilket hotar integriteten.
Exempelvis diskuterar man om övervakningssamhällen där övervakning av människor sker kon-
stant. I Kina testar man ett socialt kreditsystem som innefattar belöningar eller förm̊aner om man
sköter sig. Dock kan det även leda till nackdelar eller straff om man inte sköter sig i samhället [33].
Övervakningssamhälle kan leda till negativa konsekvenser i ett samhälle, exempelvis kan missbruk
av den personliga integriteten leder till att inte l̊ata människor var fria till att agera självständigt.
Dessutom finns potentialen att man blir straffad om man inte agerar p̊a ett vis vilket leder till att
människor i samhället kommer att leva i konstant förtryck.
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6 Slutsats

Dessa var de fr̊ageställningarna som projektet skulle besvaras:

• Kan systemet m̊alfölja över tid och identifiera alla typ av fordon samt fotgängare och cyklister?

• Är det möjligt att f̊a ut riktningsvektorer i form av hastighet och riktning fr̊an varje identifi-
erad objekt?

Systemet SceneAnalytics kan identifiera och klassificera olika typer av objekt som m̊alföljs. Sce-
neAnalytics kan även beräkna fram hastighet och en riktningsprognos för alla objekt som befinner
sig inom ett definierat omr̊ade. Detta skrivs tillsammans med annan information som tidsram,
objektens identitet, objektens hastighet, objektens nuvarande position och riktningsprognos till en
extern fil. Slutsystemet är en början till ett vidareutvecklad trafikledningssystem och kan potentiellt
användas för att hjälpa framtida självkörande bilar i komplexa trafikmiljöer.

6.1 Vidareutveckling

Den resulterande systemet inneh̊aller en god start till ett förbättrat trafikledningssystem. Vidareut-
veckling av systemet kan vara att förbättra hastighetsmätaren, vidareutveckla riktningsattributen
genom att exempelvis skriva ut i text vilken riktning ett objekt rör sig mot. Man kan även kolla p̊a
möjligheten att lägga in fler kameror i systemet som kan tillsammans m̊alfölja och identifiera om
objekten, s̊a som man har gjort under [20] och [21].
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