
Kandidatuppsats 
Civilingenjör i datateknik 300 hp, Dataingenjör 180 hp

Scenanalys av trafikmiljön

Examensarbete 15 hp

Halmstad 2021-06-22

Ahmad Alsalehy, Ghada Alsayed



I 
 

 

 

 

Sammanfattning 

 

Antalet vägtrafikanter ökar varje år [1], och med det ökar trängseln. Man har därför gjort 

undersökningar med hjälp av objektdetektionsalgoritmer på videoströmmar. Genom att 

analysera data resultat är det möjligt att bygga en bättre infrastruktur, för att minska 

trafikstockning samt olyckor. Data som analyseras kan till exempel vara att räkna hur många 

trafikanter som vistas på en viss väg (Slottsbron i Halmstad) under en viss tid. Detta 

examensarbete undersöker teoretiskt hur en YOLO algoritm samt TensorFlow kan användas 

för att detektera olika trafikanter. Utvärderingsmetoder som användes i projektet för att få 

resultatet och dra slutsatser är mAP, träning och testning av egna och andras YOLO modeller 

samt övervakning av FPS- och temperatur-värden. För att möjliggöra detekteringen av 

trafikflöde i realtid nyttjades Jetson nano toolkit. Flera olika jämförelser har skapats för att 

avgöra vilken YOLO modell som är lämpligast. Resultaten från tester av olika YOLO modeller 

visar att YOLO-TensorFlows implementationer kan detektera trafikanter med en godtagbar 

noggrannhet. Slutsatsen är att Jetson nano har tillräckligt med processorkraft för att 

detektera olika trafikanter i realtid med hjälp av original YOLO implementation. Metoderna 

för att detektera trafikanter är standard och fungerande för analysering av trafikflöden. 

Testning av mer varierande trafikmiljö under längre tidsperioder krävs för att ytterligare 

verifiera om Jetson nanos lämplighet. 
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Abstract 

 

The number of road users increases every year [1], and with it, the congestion increases. 

Surveys have therefore been used object detection algorithms on video streams. By analyzing 

the resulting data, it is possible to build a better infrastructure, to reduce traffic congestion 

and accidents. Data that is analyzed can, for example, counting how many road users are on 

a particular road (Slottsbron in Halmstad) during a certain time. This thesis theoretically 

examines how a YOLO algorithm and TensorFlow can use to detect different road users. 

Evaluation methods used in the project to get the result and come to conclusions are mean 

Average precision, training and testing of own and others' YOLO models, and monitoring of 

FPS and temperature values. Jetson nano toolkit used to make real-time traffic flow detection 

possible. The project created several different comparisons to determine which YOLO model 

is most suitable. The results from tests of various YOLO models show that YOLO-TensorFlow's 

implementations can detect road users with acceptable accuracy. The conclusion is that the 

Jetson nano has sufficient processor power to detect different road users in real-time using 

the original YOLO Implementation. The methods for detecting road users are standard and 

useable for analyzing traffic flows. However, testing a more varied traffic environment for 

longer periods is required to verify whether the Jetson nano is suitable. 
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1. Introduktion 

1.1 Bakgrund 
Trafikverkets mål är att säkerställa samt leverera god tillgänglighet för medborgare och 

näringsliv i Sverige [2]. Digitaliseringen är en av förutsättningarna för att nå målbilden. 

Digitaliseringen är en av de största utmaningarna för organisationer de närmast kommande 

åren, för att skapa förutsättningar att använda transportsystemet på ett mer effektivt och 

hållbart sätt, t.ex. genom att nyttja tillgänglig kapacitet inom vägtransportsystemet, både 

när det gäller infrastruktur och fordon. Den digitala tillgängligheten bör vara en självklar del i 

samhällsutvecklingen och bygger på en robust IT-infrastruktur. 

Målet för IT politiken är att Sverige ska vara bäst i världen på att använda digitaliseringens 

möjligheter. Regeringens mål för en digitalt samverkande statsförvaltning är en enklare 

vardag för medborgare, en öppnare förvaltning som stödjer innovation, delaktighet, högre 

kvalitet samt effektivitet i verksamheten [2]. 

Enligt myndighetsförordningen ska myndigheterna bedriva en effektiv verksamhet samt 

hushålla med statens medel. Trafikverkets övergripande mål för digitalisering är att använda 

dess möjligheter som en naturlig del i verksamheten för att skapa kundnytta, effektivitet 

och ett hållbart transportsystem (Trafikverkets strategi för digitalisering, TDOK 2015:048) 

[2]. 

Självlärande teknik (Machine Learning. Eng) utvecklas exponentiellt och kommer att 

förändra vårt sätt att leva på många olika sätt. Självlärande teknik finns redan i dag och 

kommer de närmaste åren successivt att bli mer och mer uppenbar, samt kommer göra 

saker ”intelligenta” samtidigt som tekniken kan användas för att göra analyser baserat på 

bilder, ljud, data och video exempelvis [2]. 

Det finns mycket att vinna på att analysera data om hur fordon eller människor rör sig. Till 

exempel planera trafiken smartare, när man bygger själva infrastrukturen, vid olyckor eller 

trafikstockningar. Det kan också främja säkerheten under ett stort evenemang i en stad, 

genom att se till så att inte blir stop i flödet (för många människor fastnar på samma ställe 

vid samma tidpunkt), Halmstad kommun vill därför introducera trafikövervakning för att 

hålla koll på flöden i stadens huvudstråk.   

Huvudidén i detta arbete är att med hjälp av en multimodal sensor (videokamera) och en 

NVIDIA Jetson nano plattform utföra detektering, klassificering och beräkning av olika typer 

av trafikanter (bilar, lastbilar, gångare, motorcyklar osv).  

Det övergripande syftet är att använda och testa olika hårdvaruplattformar och 

implementationer av bildbehandling (YOLO med TensorFlow) på en videoström, för att 

undersöka huruvida en Jetson nano har den processorkraft som behövs för att exekvera 

delar eller alla algoritmer som behövs för att genomföra trafikövervakningen. 
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1.2 Syfte  

Syftet med detta projekt är att undersöka om Jetson nano har tillräcklig processorkraft för 

att lokalt i en sensornod (kamera) utföra delar eller alla algoritmer som är nödvändiga för 

trafikövervakning av trafikanter. Flera implementationer av objektdetekteringsalgoritm 

(YOLO-Darknet [3], YOLO-TensorFlow samt Nvidia DeepStream [4]) kommer att testas och 

jämföras. Detta för att Undersöka vilka typer av algoritmer som är möjligt att använda på 

Jetson nano, samt vilka begränsningar gällande upplösning och noggrannhet som finns. 

Projektet ska träna egna YOLO modeller för att sedan jämföra dem med färdigtränade samt 

systerprojektets (projektet som utfördes på Raspberry PI) YOLO modeller. Slutligen ska 

arbetet resultera i en teknisk rapport som presenterar olika koncept för hur 

objektdetektering kan genomföras i realtid med resultatutvärdering. 

 

1.3 Problemformulering 
Fortsatt forskning kring fordons detekterings områden och utveckling av djup 

inlärningstekniker kan ge betydande bidrag till utvecklingen av europeisk trafikinfrastruktur 

[5]. I Europa har fordonsdetektering tillämpats framgångsrikt, exempelvis i en studie i [6]  

Tyskland som använder “Fast R-CNN” algoritm för att detektera fordon i trafikström. Ett annat 

exempel i Tyskland [7] som använder MAD metod med Canny edge algoritm för att detektera 

fordon på motorvägen. 

Trafikverket arbetar utifrån en aktionsplan (för perioden 2019–2022) med fler aktörer [8] för 
att bidra till en säkrare vägtrafik. Aktionsplanen lyfter 111 åtgärder som ska bidra till en säker 
vägtrafik [9]. En åtgärd är digitalisering av infrastruktur för IoT (Internet of Things. Eng) 
applikationer. Halmstad kommun vill därför introducera trafikövervakning för att hålla koll på 
flöden i stadens huvudstråk. Tanken är att man skall placera ut multimodala sensorer (Jetson 
nano i projektet) för att detektera och räkna olika typer trafikanter, bilar, lastbilar, cyklar, 
motorcyklar, mopeder, gångare osv. 

Detta projekt ska undersöka huruvida en enkortsdator (Jetson nano) kan exekvera 

objektdetekteringsalgoritmer. Följande parameter kommer att undersökas i detta 

examenarbete: 

Hur varmt kan en Jetson nano bli under körning av objektdetekteringsalgoritmer? 

Hur högt FPS kan det nås? 

Vilken detektionssannolikhet uppnås, samt felsannolikhet (sannolikhet att detektera ett mål 

som inte fanns)? 

Vilken YOLO modell kan användas på Jetson nano?   

 



3 
 

1.4 Kravspecifikation 
Jetson nano ska klara exekvera de objektdetekteringsalgoritmer som behövs i detta arbete. 

Projektet ska kunna träna egna YOLO modeller och jämföra de med färdigtränade YOLO 

modeller samt med systerprojektet. 

      

1.5 Avgränsningar 
Projektet avgränsningar är: 

• Jetson nano har begränsade resurser, en Quad-core ARM A57 @ 1.43GHZ CPU, 4 GB 
64-bit LPDDR4 ramminne och en 128-core Maxwell GPU [10].  

• Hittills upphittade implementationer är inte testade på enkortsdatorer som Jetson 
nano. 

• Jetson nano har två strömläge en 5W-effektläge och en 10W-effektläge [11]. 
• I testning användes ett nätaggregat som kan kopplas via USB som ger 5v-2.5A med 

cirka 5W effekt.   
• FPS och temperaturtestningar ska utvidgas så att DeepStream SDK kan inkluderas i 

projektet. 
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2.Bakgrund 
 

2.1 Liknande produkter 
Nyligen har flera studier publicerats om trafikövervakning med komplexa djupa 
inlärningsmetoder. En studie [5] utfördes för fordonsdetektering och beräkning i 
videoscener för motorvägar med hjälp av trafikövervakningskameror. Datasetet som 
används i denna studie har totalt 57 290 antecknade förekomster i 11 129 bilder [5]. Det 
föreslagna datasetet innehåller annoterade små objekt i bilderna, vilket ger den fullständiga 
data grunden för fordonsdetektering, baserat på djupinlärning [5]. Motorvägsvägen 
extraheras i det föreslagna fordonsdetektering och räknesystemet först. Det delas sedan in i 
ett avlägset område och ett proximalt område med en nyligen föreslagen 
segmenteringsmetod som YOLOv3. Detta för att upptäcka fordonets typ och plats. ORB 
algoritmen används sedan för att bedöma fordonets körriktning och erhålla antalet olika 
fordon [5]. Flera motorvägs övervakningsvideor baserade på olika scener används, för att 
verifiera de föreslagna metoderna (YOLO & ORB). Experimentella resultat verifierar att 
användning av den föreslagna segmenteringsmetoden kan ge högre detektionsnoggrannhet, 
särskilt för detektering av små fordonsobjekt [5]. Dessutom fungerar den nya strategin som 
beskrivs i den här studien särskilt bra när det gäller att bedöma körriktning och beräkning av 
fordon [5].   
En tysk studie på motorväg A8 mellan “Hofolding” och “Weyern” [7] användes metoden 
MAD för att upptäcka förändring av två bilder med kort tidsfördröjning [12]. I MAD 
metoden, är de rörliga fordonen markerade i en förändringsbild, som används för att 
uppskatta trafikens täthet. Flera huvudvägar A95, A96, A4 i Tyskland användes som testmiljö 
[13]. Canny edge-algoritmen [14] tillämpas på vägens bild och histogrammet för kant 
brantheten (edge steepness. eng) beräknas [15]. Med hjälp av k-means algoritm [16] indelas 
kant branthets statistiken i tre delar, den närmaste fordonsmodellen detekteras baserat på 
brantheten [15]. En kontrast baserad på metoden i [17] används för att skapa en färgmodell 
för att identifiera och ta bort fordonets skuggområden [18]. Vilket eliminerar störningar 
orsakade av rörelse i scenen. Efter att skuggområdet har eliminerats kan fordonets 
detekteringsprestanda förbättras [18]. Studiens resultat påstår att metoden som används i 
denna studie för fordonsdetektering inte kan detektera fordonstyp [18]. Dessutom är det 
svårt att extrahera fordonets kant eller detektera rörliga bilar när belysningen är otillräcklig 
[18]. Vilket orsakar problem med låg noggrannhet av fordonsdetektering och påverkar 
detekterings resultaten [18]. 
 

2.2 Teori  
2.2.1 Datorseende (Computer vision) 
Datorseende är ett fält av artificiell intelligens där man tränar datorer för att tolka och förstå 

den visuella världen. Med hjälp av modeller för djupinlärning, bilder från kameror eller videor,  

kan maskiner identifiera och klassificera objekt, för att sedan reagera på vad de ser på ett 

liknande sätt som hos människor [19]. Genom att inmata algoritmer, kommer de att bearbeta 

bilderna och hitta mönster i dem, för att sedan kunna använda mönster för objektdetektering. 

Om man till exempel tränar algoritmen med ett antal bilder av bussar kommer datorn att 
analysera dem, identifiera mönster som liknar alla bussar och i slutet av denna process skapa 
en "buss" modell. Som ett resultat kommer algoritmen att kunna upptäcka om en viss bild 
innehåller en buss. 
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2.2.2 Objektdetektion  
Objektdetektering är en del av datorseende som används för att lokalisera objekt i en bild 

med hänsyn till bakgrunden. Till exempel Figur 1 visar en bild av objekt markerade med 

avgränsningslådor som har etiketter på bilar och personer. 

 

 

FIGUR 1. Upptäcka föremål i bilden med ML-teknik.  

   

 
Det finns tre steg som måste följas när ett ramverk byggs för objektdetektering, se Figur 2. 

En djup inlärningsalgoritm som genererar en stor uppsättning avgränsade rutor som 

spänner över hela bilden, steg 1 visar hur hela bilden delads i små rutor. I steg 2 extraheras 

kännetecken för varje segmenterat rektangulärt område. De utvärderas och bestäms om det 

finns objekt i rutorna samt vilka objekt som finns. I steg 3 - efterbehandlingssteget - 

kombineras överlappande rutor till en enda avgränsningsruta.  

 

 

FIGUR 2. Utförande av objektdetektering på en bild.  
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2.2.3 Neural Nätverk 
Artificiella neurala nätverk ANNs, ofta refererade till som neurala nätverk NNs, består av 

sammankopplade entiteter som fungerar som en modell av neuroner [20]. Ett exempel på 

grundläggande strukturen för ett ANN visas i Figur 3. 

 

FIGUR 3: Ett enkelt tre lager bestående av ett inputslager (inmatnings-lager), ett dolt lager som är i 
mitten och ett outputslager. Denna struktur är basen för ett antal vanliga ANN-arkitekturer 
inkluderade.  

  

Varje entitet omvandlar inkommande aktiviteter till en enda aktivering som sänds vidare till 
en annan entitet. Omvandling av inkommande aktiviteter sker i två steg [20] enligt 
ekvationen nedan: 

𝒚𝒌 = 𝝋 (∑ 𝒘𝒌𝒋

𝒎

𝒋=𝟎

𝒙𝒋) 

I första steget av varje aktivering xm, multipliceras den med vikt wk, sedan adderas alla 
multiplikationer ihop för att få den så kallas "totala inmatningen"(the total input. Eng).  I 
andra steget, använder entiteten en ingång-utgångs funktion j, som omvandlar den totala 
inmatningen till en utgångs aktiveringsfunktion, se Figur 4. 
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FIGUR 4. Omvandling av inkommande aktiviteter till utgående aktiviteter.  
 

Funktionen av en ANN beror på vikterna och den använda aktiveringsfunktionen. Exempel 
på några av aktiveringsfunktioner är: 
Steg, Sigmoid, Rectifier (ReLU) och linjär funktion. 
 

2.2.4 Convolutional Neural Network (CNN) 
CNN är en annan typ av ANN. Ett exempel på ett CNN innehåller tre block [21]: 

Faltningslager (convolutional layers. Eng), maxpoolingslager (max-pooling layers. Eng) och 

fullt anslutna lager (fully connected layers. eng). När dessa lager konkateneras har en CNN-

arkitektur bildats. En förenklad CNN-arkitektur illustreras i Figur 5. 

 

FIGUR 5: En enkel CNN-arkitektur, som består av fem lager.  
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• Faltningslager (Convolutional layers. Eng) 

Faltningslagret spelar en viktig roll i hur CNN fungerar. Lagerparametrarna fokuserar 

på användningen av utvecklingsbara kärnor. Dessa kärnor är vanligtvis små i rumslig 

dimension, men sprids längs hela ingångsdjupet. När data kommer till ett 

faltningslager, faltar varje filter över ingångens rumsliga dimension för att producera 

en 2D-aktiveringskarta. Dessa aktiveringskartor kan visualiseras, vilket framgår av 

Figur 6. 

 

 

FIGUR 6: Faltningslagret tar input x med en kanal och det tillämpar en faltning operation med 3*3 
kärnor, STEGET (STRIDE)= 1, STOPPNING (padding) = 0.  

Faltningslager kan minska komplexiteten hos en modell, genom optimering av dess output. 

Dessa effektiviseras genom tre parametrar, djupet, steget och nollstoppning. 

Formellt definieras ett Faltningslager med steg = 1, stoppning = 2 och en 5 × 5-kärna [22] 
enligt ekvationen nedan: 

𝑭𝒏,𝒎(𝒙; 𝒘) = 𝝈((𝒙 ∗ 𝒘)𝒏,𝒎) = 𝝈(∑ ∑ 𝒘𝒊,𝒍
𝒌𝟐

𝒊,𝒋=−𝟐
𝒄
𝒌=𝟏 . 𝒙𝒏+𝒊,𝒎+𝒋

𝒌 ), 𝒏 = 𝟏, … , 𝑵  𝒎 = 𝟏, … 𝑴  

Där 𝑥 ∈ ℝ𝑁×𝑀×𝐶  är input matrisen med C-Kanaler från föregående lager. 

𝑤 ∈ ℝ5×5×𝐶  är vikt matrisen. Utgången från faltningslager är en matris med 
dimensionerna N × M. 

• Poollager (Pooling layer. Eng)  

Maxpooling är den andra block i CNNs. Idén med poolning är att minska 

dimensionaliteten från ett lager till ett annat. Den delar input till en uppsättning 

regioner som inte överlappar varandra, och för varje region tar det maximala värdet 

för regionen, se Figur 7. Samma som faltningsoperation, den rör sig längs input med 

steg i båda riktningar [22]. 
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FIGUR 7: MAX POOLNING MED 2*2 FILTER OCH STEG =2.  

• Fullt anslutet lager (Fully connected layer. eng) 

De fullt anslutet lager kommer att försöka producera klasspoäng från aktiveringarna 

som ska användas för klassificering. Den innehåller neuroner som är direkt anslutna 

till neuronerna i de två intilliggande lagren utan att vara anslutna till några lager i 

dem [21]. 

2.2.5 YOLO  
YOLO är förkortning för (You Only Look Once), det är en algoritm för att detektera vilka 

objekt som finns och var de finns på bilden. Algoritmen är enkel på grund av att ett enda 

faltningsnätverk (CNN) används för att förutspå många avgränsningsrutor och tilldelar 

klassificeringssannolikheter för dessa rutor samtidigt. Att bearbeta bilder med YOLO är 

enkelt. YOLO detektionssystem har tre steg, se Figur 8: 

1. Ändrar storleken på den inmatade bilden. 

2. Kör ett enda faltningsnätverk (CNN) på bilden.  

3. Trösklar de resulterande detekteringarna genom modellens sannolikhet. 

 

Figur 8: Tre steg av bildbearbetning med YOLO algoritm.  

YOLO tränar på fulla bilder och optimerar detekteringsprestanda direkt. Algoritmen har 
många fördelar, bland annat är YOLO extremt snabb, man har till exempel visat att YOLOs 
implementation kan köras med mer än 150 FPS, vilket innebär att man kan bearbeta 
strömmande video i realtid med mindre än 25 millisekunder fördröjning [23]. Dessutom lär 
sig YOLO generaliserade representationer av objekt exempelvis när YOLO tränas på 
naturbilder och testas på konstverk överträffar YOLO toppmodeller som DPM och R-CNN 
med stor marginal [23]. 
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YOLO detektionssystem delar in den inmatade bilden i ett rutnät. Om ett objekts centrum 
hamnar i en rutnätcell, är den cellen ansvarig för att detektera objektet. Varje rutnätcell 
förutspår avgränsningsrutor och tilldelar konfidenspoäng för dessa rutor. Dessa 
konfidenspoäng återspeglar hur säker modellen är att rutan innehåller ett objekt och hur 
exakt estimatet är. Konfidens definieras som Pr (Object) ∗ IOUpred. Om det inte finns något 
objekt i den cellen, ska konfidenspoängen vara noll. Konfidenspoängen representerar 
förutsägelsen IoU (Intersection over Union. Eng) mellan den förutspådda rutan och någon 
grund sanningsruta. Varje rutnätcell förutsäger också sannolikheter för villkorlig klass, Pr 
(Classi | Object). Vid testningen definieras klasspecifika konfidenspoängen för varje ruta 
enligt ekvationen nedan [23]: 

𝑷𝒓(𝑪𝒍𝒂𝒔𝒔𝒊|𝑶𝒃𝒋𝒆𝒄𝒕) ∗ 𝑷𝒓(𝑶𝒃𝒋𝒆𝒄𝒕) ∗ 𝑰𝑶𝑼𝒑𝒓𝒆𝒅
𝒕𝒓𝒖𝒕𝒉 = 𝑷𝒓(𝑪𝒍𝒂𝒔𝒔𝒊) ∗ 𝑰𝑶𝑼𝒑𝒓𝒆𝒅

𝒕𝒓𝒖𝒕𝒉
   

 

Dessa poäng kodar in sannolikheten för att den klassen som visas i rutan och hur väl den 

rutan passar objektet. Den delar upp bilden i ett S × S rutnät och för varje rutnätcell 

förutsäger B avgränsningsrutor, konfidens för dessa rutor och C klassannolikheter. Dessa 

förutsägelser är kodade som en S × S × (B ∗ 5 + C) tensor, se Figur 9. 

 

Figur 9: Ett system som modellerar detektering som ett regressions problem.  
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2.2.6 Mean Average Precision 
För att utvärdera noggrannheten hos en objektdetekterings modell, används mAP (mean 
Average Precision. Eng) [24]. MAP metoden jämför grundsanningsgränsruta (ground truth 
bounding box. Eng) med den detekterade rutan och returnerar en poäng. Ju högre poäng, 
desto mer noggrann är detekteringen [25]. För att beräkna medelvärdet av modellens 
noggrannhet, dvs mAP behöver man förstå vad som menas med IoU, precision samt recall. 

• IoU (Intersection over Union. Eng) 
IoU utvärderar överlappningen mellan grund sanningsgränsruta och förutsagd 
avgränsningsruta [26]. Det ges av förhållandet som visas i Figur 10. 

 
Figur 10. Illustrerar IoU mellan en grunds sanningsgränsruta i grönt och en förutsagd avgränsningsruta i rött. 

Genom att tillämpa IoU kan man se om en detektering är giltig (True Positive) eller 
inte (False Positive). Sedan ska ett tröskelvärde på IoU väljas, till exempel om IoU 
tröskelvärde är 0,5, då gäller följande: 
• Om IoU ≥0.5, klassificeras förutsägelse som True Positive (TP). 
• Om IoU <0.5, klassificeras förutsägelse som False Positive (FP).  
• False Negative (FN) när algoritmen inte lyckades detektera objekt.  
• True Negative (TN) när algoritmen detekterar ett fel objekt i bilden.  
Med hjälp av de fyra mätvärdena (TP, TN, FP, FN) kan precision och recall beräknas.  

• Precision 
Precisionen mäter modellens noggrannhet vid klassificering av ett stickprov (objekt) 
som positivt, dvs det beskriver hur väl algoritmen förutsäger positiva etiketter. Det 
kan beskrivas enligt ekvationen nedan [27]: 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

• Recall  

Recall mäter hur bra algoritmen hittar alla positiva stickproven. Det mäter modellens 

förmåga att upptäcka positiva stickprover. Ju högre recall är, desto mer positiva 

stickprover upptäcks. Det kan beskrivas enligt ekvationen nedan [27]: 
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𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

Följande exempel illustrerar hur beräkning av precision samt recall utförs. I ett dataset med 

flera bilder, innehåller fem av bilderna personer, resten inte. Därefter samlas alla 

förutsägelser på personer i samtliga bilder och rangordnar det i fallande ordning, enligt den 

förutsagda konfidensnivån. Detta visas i de två första kolumnerna i tabell 1 nedan. Andra 

kolumnen indikerar om förutsägelse är True eller False. I detta exempel är förutsägelse True 

om IoU>=0,5.   

 

Rank Rätt? Precision Recall 

1 True 1.00 0.20 

2 True 1.00 0.40 

3 False 0.67 0.40 

4 False 0.50 0.40 

5 False 0.40 0.40 

6 True 0.50 0.60 

7 True 0.57 0.80 

8 False 0.50 0.80 

9 False 0.44 0.80 

10 True 0.50 1.00 
TABELL 1. Ett exempel på precision och recall värden som personklass har. 

Om man tar rad 3 i tabellen - precision - samt recall beräknas det enligt följande:           
Precision är andelen av TP = 2/3 =0.67                                                                                          
Recall är andelen av TP dividerad på totala antal TP i exemplet = 2/5 =0.4. FP är lika med 
noll. Räknar man på samma sätt för alla rader i tabellen får man värdena som visas i 
Precisions samt recall kolumner i tabellen ovan. Plotting av värdena som finns i de sista två 
kolumnerna resulterar PR-kurvan som visas i figuren nedan. Där precision är y-axel och 
recall på x-axel. AP värden för personklassen beräknas genom att ta arean under PR-kurvan 
som visas i figuren 11 nedan.  
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FIGUR 11.  Plottning av precision och recall värden som finns i tabell 1. 

 

Average Precision AP är arean under PR kurvan. Det kan beräknas enligt ekvationen nedan: 

𝐴𝑃 =  ∫ 𝑝(𝑟)𝑑𝑟
1

0

 

Mean Average Precision mAP är genomsnittsvärde av alla klassens AP, där AP är en populär 

matris som används för att mäta noggrannheten hos objektdetekterings modeller [24]. mAP 

kan beskrivas enligt ekvationen nedan:  

𝑚𝐴𝑃 =  
1

𝑁
 ∑ 𝐴𝑃𝑖

𝑁

𝑖=1

 

Där N>1 är antalet klasser som objektdetekterings modell kan detektera. [24] 

2.2.7 Körhastighet FPS (mätts i bild per sekund) 
FPS (frame per second. Eng) är ett standardutvärderingskriterium för objektdetektering vid 

mätning av processeringshastighet av bilder. Det används för att mäta hur snabbt en 

objektdetekteringsalgoritm kan upptäcka objektsramar per sekund. Om hastigheten är 

högre, betyder det att den har bättre uppträdande för att hantera många bilder per sekund. 

2.3 Nuvarande lösningar 
2.3.1 Objektdetektering med DeepStream SDK 
NVIDIA: s DeepStream SDK [4] levererar en komplett streaming analysverktygssats för AI-

baserad multisensorbehandling, video, ljud och bildförståelse. DeepStream är också en 

integrerad del av NVIDIA Metropolis plattformen för att bygga end-to-end-tjänster och 

lösningar som omvandlar pixel och sensordata till handlingsbar insikt. Med DeepStream SDK 

kan man tillämpa AI (Artificial Intelligence. Eng) på strömmande video och samtidigt 

optimera avkodning / kodning av video, bildskalning, konvertering och anslutning från kant 

till moln för fullständig prestandaoptimering från (end to end) slut till slut. Det erbjuder 

omfattande AI modellstöd för populära objektdetektering och segmenteringsmodeller som 

SSD, YOLO och Faster-RCNN [4]. Man kan även integrera OpenCV-funktioner och bibliotek i 

DeepStream. DeepStream erbjuder flexibilitet för snabba prototyper till full 

produktionsnivå. 
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2.3.2 Deep SORT algoritm 
SORT står för Simple Online and Realtime Tracking, det är en implementering av tracking-by-

detection-ramverk där huvudmålet med denna algoritm är att möjliggöra spårning av flera 

objekt (se Figur 12).  

 

FIGUR 12. Figuren visar hur DeepSORT algoritm fungerar för att Följa objekt i en video.  

    

Kombinationen av två metoder användas för objektsföljning - Kalman Filter and Hungarian 

algorithm [28], Kalmanfiltrering utförs i bildutrymmet medan Hungarian teknik underlättar 

dataförbindelse ram-för-ram med hjälp av ett associeringsmätvärde som beräknar 

gränsöverskridande rutöverlappning. Deep SORT är en mångsidig spårare och kan matcha 

prestanda funktioner med andra objektsföljnings algoritmer [28]. 

 

2.4 Aktuell och tidigare forskning 
Mycket har utvecklats och förbättrats inom datorseende på senare tid. Djupinlärnings med 
CNN algoritm är ett exempel. Där datorer använder bildklassificering för att tilldela etiketter 
på bilder baserat på dess innehåll, genom att utnyttja förtränade CNN. Att klassificera och 
hitta ett okänt antal enskilda objekt i en bild ansågs vara ett extremt svårt problem för bara 
några år sedan. Denna uppgift kallas objektdetektering vilket nu är möjligt och har 
producerats av företag som Google och IBM [29]. Att detektera objekt är inte lätt, det har 
många stora utmaningar utöver vad som krävs för bildklassificering. Forskare har ägnat en 
hel del arbete åt detta mål genom åren: från Viola och Jones ansiktsdetektering algoritm 
som publicerades 2001 till RetinaNet, ett snabbt, mycket exakt ramverk för detektering som 
släpptes 2017 [29].  
 

2.4.1 Forskning genom objektklassificering och lokalisering 
Forskare ville inte bara klassificera bildobjekt utan också bestämma objektens 
lokaliseringsuppgifter. För att lösa detta problem utvecklade Ross Gershick CNN till R-CNN 
för att förfina sina preliminära resultat [29]. Snabb R-CNN ger betydande hastighet, med 
bättre noggrannheten [29]. 
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2.4.2 Forskning genom hastighet för detektering i realtid 
Objektdetekteringsalgoritmer behöver inte bara klassificera och lokalisera objekt, 
algoritmerna behöver vara snabba vid prediktionstiden för att möta realtidskraven för 
videobearbetning. Under åren har flera viktiga förbättringar ökat hastigheten för dessa 
algoritmer, exempelvis testtiden har ökat från 0,02 FPS av R-CNN algoritm till 155 FPS av 
Fast YOLO algoritm [30]. Dagens algoritmer för objektdetektering försöker hitta en balans 
mellan hastighet och noggrannhet. Till exempel tillåter YOLOv3 bilder med varierande 
upplösning, högupplösta bilder ser vanligtvis bättre noggrannhet men långsammare 
bearbetningstider och vice versa för lågupplösta bilder. 
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3. Metod 

3.1 Uppgiftsspecifikation 
Huvuduppgift är att undersöka om Jetson Nano har tillräcklig processorkraft för att 
detektera, klassificera och räkna olika trafikanter med hjälp av YOLO algoritm och 
TensorFlow bibliotek. Detta inkluderar att jämföra begränsat antal färdiga 
implementationer som har olika versioner av YOLO och TensorFlow på Jetson nano, för att 
jämföra mellan Jetson nano arbetetsresultat och Raspberry Pi projektsresultat. För att 
utvärdera vilken enhet (Jetson nano eller Raspberry Pi) och vilken implementation som har 
bäst objektdetektion prestanda, kommer det att användas olika metoder för analysering av 
resultaten.  
 

3.2 Val av testvideo materialet 
På grund av sekretesslagen kan man inte filma på gator utan tillstånd. Projektet har därför 

använt sig av färdiginspelat videomaterial, som projektet fått tillstånd att använda till 

testerna. Materialet är inspelat på en huvudväg ”Slottsbron” i Halmstad. Materialet består 

av fyra videoinspelningar, vardera är cirka 10 minuter långa. 

 

3.3 Val av hårdvara 
Det finns flera alternativ av hårdvara att exekvera maskininlärningsalgoritmer på, några 

exempel är Nvidia Jetson nano och Raspberry Pi. Raspberry Pi är en populär enkortsdator, 

den har fler RAM-minnes alternativ (2, 4, 8 GB). Jetson nano som också är en enkortsdator 

har två RAM-minnes alternativ (2, 4 GB). De primära funktionerna i Raspberry Pi och NVIDIA 

Jetson nano är liknande. Grafikkortet GPU är den största skillnaden mellan de två 

enkortsdatorerna. Fördelen med Jetson nanos GPU är att genomförandet av beräkningar i 

maskininlärning utförs snabbare. Därför har projektet valt att utföra arbetet med Jetson 

Nano. 

 

3.4 Val av mjukvaror 
Det finns flera bibliotek och maskininlärningsbibliotek som gör det möjligt att exekvera 
djupa inlärningsalgoritmer. TensorFlow och PyTorch är några kända 
maskininlärningsbibliotek. 
PyTorch är ett open source maskininlärningsbibliotek, som utvecklades av Facebook's AI 

Research lab [31]. Det mesta av PyTorch är skriven i C ++, det för att uppnå högsta 

prestanda [31]. TensorFlow är ett open source maskininlärningsbibliotek som utvecklades av 

Google. Kärnbiblioteket TensorFlow är implementerat i C ++ för portabilitet och prestanda 

[32]. Den kan exekveras på flera operativsystem inklusive Linux, Mac OS X, Windows, 

Android, och iOS, x86 och olika ARM-baserade CPU-arkitekturer samt NVIDIA: s Kepler, 

Maxwell och Pascal GPU Mikroarkitekturer [32]. Projektet valde att använda sig av 

TensorFlow för att utföra tester på YOLO-TensorFlow implementationer. 

C är ett hårdvarunära programmeringsspråk, den är grunden till andra moderna språk 

såsom C++ och C#. Python är ett programspråk som används inom tillämpning för många 
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domäner. Det kan t.ex. användas till att utveckla webbsidor, datavisualisering och 

maskininlärningsalgoritmer. C har använts med YOLO-Darknet implementation, medan 

Python användes för att träna projektets egen YOLO modell med Google Colab. I Google 

Colab kan man skriva och exekvera Python kod i webbläsare med flera fördelar. Exempelvis 

får man gratis tillgång till kraftfulla GPU, alla dokument som skapas kan enkelt sparas och 

delas med andra på ett eget Google konto. Colab ger även användaren möjligheten till att 

samarbeta med andra, där fler än en kan arbeta på samma dokument samtidigt [33]. 

 

3.5 Val av dataset  
Detektionsmodeller kräver stora mängder av data för att tränas. Det finns olika bild-dataset 
för datorseende exempelvis ImageNet dataset vilket innehåller totalt 14 miljoner bilder som 
har 21 341 olika kategorier av objekt. Ett annat exempel är COCO som är ett storskaligt 
dataset för detektering, segmentering och annotering av objekt i bilder. Det innehåller cirka 
330 000 bilder varav 200 000 är annoterade för 80 olika objektklasser. Färdigtränade YOLO 
modeller är tränade på COCO dataset.  
Val av bild-dataset för projektets tränade YOLO modeller är Google’s Open Images. Den 
innehåller etikettanteckningar på bildnivå, objektgränsrutor, objektsegmenteringar, visuella 
relationer, lokaliserade berättelser och mer [34].  
 

3.6 Mätningsmetoder 
3.6.1 mAP (mean Average Precision. Eng)  
I arbetet används fyra olika YOLO modeller som har mAP enligt Tabell_Bilaga 1. Värdena i 
tabellen är hämtade från [35–37]. De presenterar mAP värdena av validering med COCO 
dataset, där antal klasser är åttio. I detta arbete är bara 6 klasser intressanta nämligen 
trafikanter som bilar, lastbilar, cyklister, motorcyklar, personer samt bussar. 
Validerings av YOLO modellers noggrannhet med COCO dataset och Open Images dataset 
följer arbetsflödet som visas i Figur 13.  
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FIGUR 13. Arbetsflöde som följs vid validerings av YOLO modeller. 

 
AP och mAP värdena av projektets YOLO modeller ska jämföras med systerprojektets 
modeller samt med YOLO färdigtränade modeller. Jämförelsen mellan projektets tränade 
modeller och färdigtränade YOLO modeller görs för att kunna dra en slutsats. Kommer 
träning av YOLO modeller med begränsat antal klasser och med annat dataset att resultera i 
en förbättrad noggrannhet på YOLO-modeller? 
 

3.6.2 Övervakning av FPS och CPU temperatur  
Arbetsflöde av den här metoden visas i Figur 14.  

 

FIGUR 14. Arbetsflöde av temperatur och FPS-värdena lagring process.  
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Metoden används för att få FPS och temperaturvärdena som finns i resultatet. Övervakning 

av CPU-temperatur är för att undersöka om exekverandet av algoritmer på Jetson kommer 

att leda till att temperaturen stiger. Driftstemperatur för Jetson är -25 C till 80 C [11].  

Övervakning av FPS och CPU temperatur körs i bakgrunden under exekveringen av 

objektdetekterings implementationerna.  De resulterade värdena kommer att jämföras med 

systerprojekts resultat. Resultaten av de avlästa värdena kommer att användas vid 

jämförelse av projektets tränade modeller, systerprojekts modeller samt original YOLO 

modeller.   

 

3.7 Jämförelsemetoder 
3.7.1 Projektets resultat jämfört med systerprojekts resultat 
I detta test kommer validering av tränade YOLO modeller med COCO dataset samt Open 

Images dataset att jämföras. Projektets samt systerprojektets tränade YOLO modeller 

kommer att jämföras i fyra parametrar, trafikanternas AP, modeller mAP värden samt 

uppmätta FPS och CPU-temperaturvärden. Färdigtränade YOLO modeller kommer att 

exekveras med YOLO-TensorFlow implementationer. Därefter kommer två parametrar att 

jämföras, FPS samt CPU-temperaturvärden. Denna jämförelse ska göras för att kunna 

bedöma prestanda hos Jetson nano och Raspberry Pi, under exekvering av YOLO-

TensorFLow implementationer. 

3.7.2 Projektets tränade mot färdigtränade YOLO modeller 
Detta test kommer att visa validering av YOLO modellers noggrannhet med COCO dataset. 
Därefter kommer två typer av parametrar att jämföras, trafikanternas AP- samt modellernas 
mAP-värden. Modellerna som testas är färdigtränade samt projektets tränade YOLO 
modeller, form av trafikanterna AP- värde samt mAP. 
Dessutom kommer testet att presentera och jämföra Uppmätta FPS och temperatur värden 

under exekvering av färdigtränade samt projektets tränade YOLO modeller med YOLO-

TensorFlow implementationer. Testen utförs för att undersöka om träning av YOLO 

modeller med en annan bild dataset kommer att resultera i en förbättring på modellernas 

noggrannhet samt FPS värden. Bearbetningstid för videorna kommer även att mätas och 

jämföras på projektets tränande samt färdigtränade YOLO modeller. 

3.7.3 Darknet mot YOLO-TensorFlow 
Detta test genomfördes för att undersöka stöd av GPU och dess påverkan på uppmätta FPS 

och temperatur värden av YOLO-TensorFlow samt YOLO-Darknet på Jetson Nano. Olika 

YOLO implementationer kommer att testas. Dessa är YOLO implementerade med 

TensorFlow och Python, original YOLO implementation Darknet. Darknet är ett open source 

neuralt nätverk ramverk, skriven i C och CUDA, detta är en implementation av YOLO 

algoritm. 

3.7.4 Objektdetekterings implementationer  
Flera implementationer ska sökas och testas på Jetson nano. Detta för att se vilka 

funktionaliteter dessa implementationer stödjer när det gäller detektering, beräkning, 

klassificering samt följning av objekt i en videoström. 
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3.7.5 DeepStream 
Ett grovt test ska utföras på DeepStream, två typer av parametrar kommer att mättas - FPS 

och temperaturvärden. Detekteringsmodellen som ska testas i DeepStream är ResNet10. 

Resultatet av detta test kommer att användas för att jämföra ResNet10 modellen 

(exekverad med DeepStream) med Färdigtränade YOLO modeller (exekverade med Darknet 

samt YOLO-TensorFlow implementationer).  

 

3.8 Modell träning med Open Images Dataset V6 
För att träna en YOLO-modell behövs en stor mängd bilder för att uppnå ett bra resultat. I 

detta examenarbete bestämdes det att ladda ner två tusen bilder till var och en av de sex 

klasserna (peson, bil, cykel, motorcykel, lastbil, bus). Totalt var det tolv tusen bilder. 

Bilderna nedladdades från Open Images Dataset V6 [34] med hjälp av OIDv4_Toolkit [38]. 

Träning av modellen gjordes på Google Colab [33] med hjälp av en handlednings video på 

YOUTUBE [39].  
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4. Resultat 
I detta kapitel presenteras resultatet av testningar samt jämförelsemetoder som 

presenterades i 3.7.  

4.1 Projektets resultat jämfört med systerprojekts resultat 
I tabell 2 och tabell 3 nedan visas resultatet av YOLO-modellvalidering. Tabell 2 presenterar 

valideringsresultat med COCO dataset [40], och tabell 3 med Open Images dataset [34]. 

Resultaten som visas i grå tillhör till systerprojektet, medan resultaten i grönt tillhör detta 

projekt. Resultaten visas som procentuella AP-värde för var och en av trafikanterna. mAP-

värden i den sista kolumnen i tabellen är genomsnittsvärde av alla trafikanternas AP. 

 

YOLO modell Trafikanternas AP i procent mAP 

Cyklist Buss Bil Motorcykel Person Lastbil 

Systerprojekts 

YOLOv4 

0,00 % 0,14 % 20,91 % 50,47 % 0,02 % 0,00 % 11,91 % 

Projektets 

YOLOv4 

0,00 % 0,30 % 20,04 % 47,76 % 0,02 % 0,00 % 11,35 % 

Tabell 2. Validering med COCO dataset av tränade YOLOv4 modeller, i form av trafikanternas AP-värde samt 

mAP för varje YOLO modell. 

 

I tabellen ovan ser man att under valideringsprocessen av YOLO modeller med COCO 

dataset kunde ingen av modellerna detektera cyklister samt lastbilar, därför blev deras AP 

värde 0%. Andel bussar samt personer som har blivit detekterade var mindre än 1% för båda 

modellerna. MAP värdena för vardera YOLO modellerna var cirka 11 %.   

 

YOLO modell Trafikanternas AP i procent mAP 

Cyklist Buss Bil Motorcykel Person Lastbil 

Systerprojekts 

YOLOv4 

75,45 % 89,80 % 71,86 % 85,61 % 38,94 % 84,28 % 74,32 % 

Projektets 

YOLOv4 

70,30 % 88,69 % 61,66 % 81,78 % 29,53 % 68,75 % 66,79 % 

Tabell 3. Validering med Open Images dataset av tränade YOLOv4 modeller, i form av trafikanternas AP-värde 

samt mAP för varje YOLO modell. 

I tabell 3 ser man att systerprojekts modell detekterade i stort sett mer än 70% av 

trafikanterna (cyklist, buss, bil, Motorcykel, lastbil). Lägsta detekterings resultatet i 

systerprojektet var på personer, med detektering på mindre en 40%. Projektets modell 

detekterade mer än 60% av trafikanterna (cyklist, buss, bil, Motorcykel, lastbil). Lägsta 
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detekterings resultatet i projektet var också på personer, med detektering på mindre en 

30%. Skillnaden mellan projektets och systerprojektets modell var störst på lastbilar, med 

cirka 16 % högre detektering för systerprojekts modell jämfört med projektets modell. 

Slutligen var mAP värdet cirka 7% högre för systerprojektets modell noggrannhet.        

I tabell 4 presenteras uppmätta FPS och temperaturvärden för två YOLO modeller. Raden i 

grått tränades av systerprojektet samt raden i grönt som tränades av detta projekt. Båda 

modellerna exekverades med YOLO-TensorFlow implementationer. Resultaten i tabellen 

visar att skillnaden på max FPS värden mellan modellerna var knappt märkbar, cirka 0,06. 

Temperaturskillnaden var högre i genomsnitt med cirka 10 grader för projektets tränade 

YOLOv4 modell.  

 

YOLO modell FPS Temperatur i C Bearbetnings 

tid i timmar 
max min genomsnitt max min genomsnitt 

Systerprojekts 

YOLOv4 

0,17 0,07 0,16 57,90 48,70 54,56 Ej uppmätta 

Projektets 

YOLOv4 

0,23 0,12 0,22 69,30 46,10 65,40 32 

Tabell 4. Uppmätta FPS och temperatur-värdena under körandet av tränade YOLOv4 modeller med YOLO-

TensorFlow implementationer. 

  

I tabell 5 och 6 presenteras uppmätta FPS och temperaturvärden, under exekvering av fyra 

färdigtränade YOLO modeller med YOLO-TensorFlow implementationer. Tabell 5 innehåller 

värden av testningar på Jetson nano. Tabell 6 innehåller värden av testningar på Raspberry 

Pi.  

 

YOLO modell FPS Temperatur i C Bearbetnings 

tid i timmar 
max min genomsnitt max min genomsnitt 

YOLOv4 0,23 0,11 0,22 69,20 45,00 66,30 35 

YOLOv3 0,24 0,13 0,22 70,50 37,50 68,20 30 

YOLOv4-tiny 2,22 0,45 1,33 71,00 54,00 67,00 3,4 

YOLOv3-tiny 2,63 0,39 1,81 59,50 53,00 56,60 3,1 

Tabell 5. Uppmätta FPS och temperaturvärden under körning av YOLO modeller på Jetson nano. 
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YOLO modell FPS Temperatur i C Bearbetnings 

tid i timmar 
max min genomsnitt max min genomsnitt 

YOLOv4 0,17 0,07 0,16 60,80 54,00 57,97 Ej uppmätta 

YOLOv3 0,21 0,09 0,20 59,90 52,10 56,38 Ej uppmätta 

YOLOv4-tiny 1,35 0,34 1,29 59,90 55,00 58,14 Ej uppmätta 

YOLOv3-tiny 1,61 0,45 1,52 54,00 44,80 50,90 Ej uppmätta 

Tabell 6. Uppmätta FPS och temperaturvärden under körning av YOLO modeller på Raspberry PI 4. 

 

Tabell 5 och tabell 6 visar att FPS maxvärde var högre för alla YOLO modeller på Jetson nano 

jämfört med Raspberry PI 4. Skillnaden i max FPS värde mellan tabellerna var högst för 

YOLOv3-tiny med en skillnad på 1,02, samt lägst för YOLOv3 med en skillnad på 0,03. 

Temperaturens genomsnittsvärden var lägre i tabell 6, med cirka 8 grader för YOLOv4, 11 

grader för YOLOv3, 8 grader för YOLOv4-tiny samt 5 grader för YOLOv3-tiny.  

Stolpdiagramet i figur 15 presenterar genomsnittet av uppmätta FPS värden under körning 

av original YOLO implementation. Jetson nano (stolpar i grönt) och Raspberry Pi (stolpar i 

rött). 

 

Figur 15. Genomsnitt FPS värde på både Jetson nano och Raspberry Pi, under körandet av YOLO modeller med 

original YOLO-implementation, dvs Darknet. 

 

I figuren ovan ser man att FPS genomsnittsvärde för YOLO modeller exekverade med 

Darknet på Jetson nano, var cirka 46 gånger högre för YOLOv4-tiny samt 70 gånger högre för 

YOLOv4, Jämfört med exekvering av modeller på Raspberry Pi.   
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4.2 Projektets tränade mot färdigtränade YOLO modeller 
I tabell 7 visas resultat av olika YOLO modellers validering med COCO dataset. Rader i blått 

och grått presenterar resultaten för YOLO färdigtränade modeller, medan rader i grönt 

presenterar resultaten för YOLO modeller som har blivit tränade av detta projekt.   

 

YOLO modell Trafikanternas AP i procent mAP 

Cyklist Buss Bil Motorcykel Person Lastbil 

YOLOv4 56,52 % 78,69 % 53,85 % 69,88 % 72,05 % 47,84 % 63,14 % 

YOLOv3 52,62 % 81,39 % 52,94 % 67,99 % 71,65 % 48,37 % 62,49 % 

Projektets 

YOLOv4 

0,00 % 0,30 % 20,04 % 47,76 % 0,02 % 0,00 % 11,35 % 

Projektets 

YOLOv3 

0,00 % 0,34 % 8,40 % 34,45 % 0,02 % 0,00 % 7,20 % 

YOLOv4-tiny 13,24 % 39,62 % 4,52 % 28,80 % 19,11 % 12,98 % 19,71 % 

YOLOv3-tiny 14,47 % 36,74 % 4,81 % 25,27 % 16,98 % 11,94 % 18,71 % 

Tabell 7. Validering av YOLO modeller med COCO dataset, i form av trafikanterna AP-värde samt mAP för varje 

YOLO modell. 

 

Resultaten i tabellen ovan visar bland annat att genomsnittet av YOLO modellernas 

noggrannhet har minskats för projektets YOLO modeller, en minskning med cirka 52% för 

YOLOv4 samt cirka 55 % för YOLOv3. Cyklists samt lastbils AP värden visar att projektets 

tränade YOLO modeller inte detekterade dessa trafikanter. Andel bussar samt personer som 

har blivit detekterat var mindre än 1% för projektets modeller. 

I tabell 8 visas uppmätta FPS och temperaturvärden, under exekvering av färdigtränade 

YOLO-TensorFlow implementationer med YOLO modeller samt YOLO modeller tränade av 

detta projekt. Rader i blått och grått presenterar resultatet för YOLO färdigtränade 

modeller, medan rader i grönt presenterar resultatet för YOLO modeller som har blivit 

tränade av detta projekt. 
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YOLO modell FPS Temperatur i C Bearbetnings 

tid i timmar 
max min genomsnitt max min genomsnitt 

YOLOv4 0,23 0,11 0,22 69,20 45,00 66,30 35 

YOLOv3 0,24 0,13 0,22 70,50 37,50 68,20 30 

Projektets 

YOLOv4 

0,23 0,12 0,22 69,30 46,10 65,40 32 

Projektets 

YOLOv3 

0,22 0,11 0,21 69,50 45,30 67,20 31 

YOLOv4-tiny 2,22 0,45 1,33 71,00 54,00 67,00 3,4 

YOLOv3-tiny 2,63 0,39 1,81 59,50 53,00 56,60 3,1 

Tabell 8. Uppmätta FPS och temperatur-värdena under körandet av färdigtränade YOLO modeller, samt egen 

tränade YOLO modeller med YOLO-TensorFlow implementationer. 

 

I tabellen ovan ser man att högsta FPS 2,63 nåddes med YOLOv3-tiny, samt var modellens 

max Temperatur värde 59,50 lägst av alla andra modellers maxtemperaturvärde. 

Bearbetningstid av videon var cirka 3 timmar längre för den färdigtränade YOLOv4 modellen 

jämfört med projektets YOLOv4 modell. För den färdigtränade YOLOv3 modellen var 

tidsskillnaden cirka 1 timme kortare än projektets YOLOv3 modell.             

I figur 16 visas jämförelse av modellernas noggrannhet för färdigtränade YOLO modeller. 

 

Figur 16. Skärm dumpar av testning för färdigtränade YOLO modellers noggrannhet.  
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I figuren ovan kan man se bland annat att YOLOv3 och YOLOv4 nästan kunde detektera alla 

objekt. YOLOv3-tiny detekterade endast ett objekt och YOLOv4-tiny detekterade fyra objekt.   

I figur 17 visas jämförelsen mellan projektets YOLOv3 modell och färdigtränad YOLOv3 

modell. Figuren visar skillnader i noggrannhet mellan de två modeller. 

  

Figur 17. Skärmdumpar av testningar för projektets YOLOv3 modell med färdigtränad YOLOv3 modell.   

 

Figuren ovan visar att projektets YOLOv3 modell detekterade 3 objekt, varav ett blev fel då 

en buss detekteras som en bil. Den färdigtränade YOLOv3 modellen detekterade nästan alla 

objekt i bilden. 

4.3 Darknet mot YOLO-TensorFlow 
I tabell 9 presenteras uppmätta FPS och temperaturvärden, under exekvering av fyra YOLO 
modeller dels med YOLO-TensorFlow implementationer (rader i blått) och dels med original 
YOLO implementation Darknet (rader i grått).    
 

YOLO modell FPS Temperatur i C Darknet / 

TensorFlow 
max min genomsnitt max min genomsnitt 

YOLOv4 0,23 0,11 0,22 69,20 45,00 66,30 TensorFlow 

YOLOv3 0,24 0,13 0,22 70,50 37,50 68,20 TensorFlow 

YOLOv4-tiny 2,22 0,45 1,33 71,00 54,00 67,00 TensorFlow 

YOLOv3-tiny 2,63 0,39 1,81 59,50 53,00 56,60 TensorFlow 

YOLOv4 0,80 0,50 0,70 62,71 45,32 56,54 Darknet  

YOLOv3 1,90 1,50 1,70 60,32 52,33 57,64 Darknet  

YOLOv4-tiny 14,30 12,20 13,50 58,43 55,54 56,13 Darknet  

YOLOv3-tiny 6,80 6,50 6,70 59,62 55,11 55,23 Darknet  

Tabell 9. Uppmätta FPS och temperatur-värden av YOLO-TensorFlow implementation samt original YOLO 

implementation på Jetson nano. 
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I tabellen ovan ser man en ökning av FPS värden, vid exekvering av YOLO modeller med 

Darknet. En ökning i FPS genomsnittsvärden med cirka 3 gånger för YOLOv4, 7 gånger för 

YOLOv3, 10 gånger för YOLOv4-tiny samt 3 gånger för YOLOv3-tiny. Genomsnitt av 

temperaturen var lägre vid exekvering av YOLO modeller med Darknet, cirka 10 grader för 

YOLOv4, 10 grader för YOLOv3, 10 grader för YOLOv4-tiny samt 1 grader för YOLOv3-tiny, 

jämfört med YOLO-TensorFlow. 

Stolpdiagrammet i 18 visar högst uppnådda FPS värdena under exekvering av färdigtränade 

YOLO modeller. Stolpar i grönt indikerar användning av original YOLO implementation, 

stolpar i rött indikerar användning av YOLO-TensorFlow implementationer. 

 

Figur 18. Högsta FPS värdena uppmätta, stolpar i grön presenterar max FPS-värdena för YOLO-TensorFlow 

implementationer samt stolpar i rött för original YOLO implementation. 

 

I figuren ovan ser man att högsta FPS värde som är cirka 14, nåddes vid exekvering av 

YOLOv4-tiny modell med Darknet.  

4.4 Objektdetekterings implementationer 
 I tabell 10 presenteras implementations namnen och de funktionaliteter som dessa stödjer 

vid detektering, beräkning/följning samt klassificering av objekt på en videoström. I varje 

rad kan man se vilka av de nämnda funktionaliteter som varje implementation stödjer. 

Rutor i grönt pekar på att funktionalitet stöds, rutor i rött pekar på att funktionalitet ej 

stöds. Raden i grått indikerar implementationen som inte kunde testas på Jetson nano. 
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Implementations namn Objekt detektering Objekt beräkning Objekt klassificering 

YOLOv3-deepsort [41] Stödjer Stödjer Stödjer 

YOLOv4-deepsort [42] Stödjer Stödjer Stödjer 

TensorFlow-2.x-YOLOv3 [43] Stödjer Stödjer Stödjer 

Tensorflow-YOLOv4-tflite [44] Stödjer Stödjer ej Stödjer 

Object-Detection-and-Tracking 

[45] 

Gick ej att testa Gick ej att testa Gick ej att testa 

Darknet [3] Stödjer Stödjer ej Stödjer 

DeepStream [4] Stödjer Stödjer Stödjer 

Tabell 10. Namn på implementationer som har blivit testade på Jetson nano samt vad de stödjer när det gäller 

detektering, beräkning/följning och klassificering av objekter. 

 

4.5 DeepStream 
I tabell 11 visas uppmätta FPS och temperaturvärden, under körandet av DeepStream med 

ResNet10 modell. 

 

Objektdetekterings 

modell 

FPS Temperatur i C 

max min genomsnitt max min genomsnitt 

ResNet10 66,86 61,78 64,17 62,32 45,61 55,82 

Tabell 11. Uppmätta FPS och temperaturvärden under körning av objektdetektering med DeepStream. 

 

I tabellen ovan kan man se att ResNet10 modellen nådde högre FPS cirka 290 än YOLOv4 

och YOLOv3 modellerna, cirka 48 högre än YOLOv4-tiny, samt cirka 35 högre än YOLOv3-

tiny. Temperaturen var i genomsnitt cirka 8 grader lägre än YOLO modeller exekverade med 

YOLO-TensorFlow implementationer. Resultatjämförelsen är mellan tabell 10 och tabell 8.  
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5. Diskussion  

I detta kapitel diskuteras samt analyseras resultaten från de olika tester som presenteras i 

kapitel 4. 

Resultaten från 4.1 kommer uppträdande hos projektets tränade samt systerprojekt tränade 

YOLO modeller att diskuteras. Validering av modeller med COCO dataset visade nästan 

samma resultat, på projektets tränade YOLO modell som på systerprojektets tränade YOLO 

modells noggrannhet. Resultatet visar att båda modellerna inte kunde detektera fyra typer 

av trafikanter, nämligen cyklist, buss, person samt Lastbil. Validering av modeller med Open 

Images dataset visade att båda modellerna hade signifikant hög noggrannhet att detektera 

fem typer av trafikanter cyklist, buss, bil, motorcykel, person samt lastbil. De uppmätta FPS 

och temperaturresultaten tyder på att Raspberry Pi var bättre på att hålla ner CPU 

temperaturen. Jetson nano höll ner CPU temperaturen inom gränsen för drifttemperatur ( -

25 C till 80 C), samt fick högre FPS värden jämför med Raspberry PI. Jetson nano kan därför 

hantera fler bilder per sekund än Raspberry PI. 

Från resultaten i 4.2 ser man att skillnaden i FPS värden är liten mellan projektets modeller 

och färdigtränade modeller (kan därför betraktas som försumbar). Det syns inte heller 

någon märkbar skillnad på temperaturvärden mellan modellerna. Detta gäller endast i 

jämförelsen mellan YOLOv4 och YOLOv3 versionerna egen- och färdig-tränade modeller. 

YOLOv4-tiny samt YOLOv3-tiny nådde högre FPS värden jämfört med andra YOLO modeller. 

Färdigtränade YOLOv3 samt YOLOv4 modeller var signifikant bättre i noggrannheten än dess 

tiny versioner. Den stora Skillnaden i noggrannhet mellan projektets YOLO modeller och 

färdigtränade YOLO modeller tyder på att träning av modeller med Open Images dataset 

inte ledde till förbättring på modellernas noggrannhet. Projektets tränade modeller kunde 

inte under valideringsprocess detektera fyra typer av trafikanter (cyklist, buss, person samt 

lastbil). Träning av modeller med ett annat dataset krävs för att verifiera om träning av 

modeller ger en förbättring i modellernas noggrannhet.  

För att hitta orsaken till skillnaderna mellan trafikanternas AP samt mAP-värden i 4.1 och 

4.2, undersökte projektet filerna som är relaterade till valideringsprocessen. Varje dataset 

består av ett antal bilder som används för validering eller träning av modeller samt textfiler. 

I COCO dataset textfiler som används, innehåller varje rad fyra typer av information om 

bilder, se Figur_Bilaga 2 samt Figur_Bilaga 3, enligt följande:                                                                            

- Bildsökväg.                                                                                                                                               

- x och y koordinater av annoterade objekt i bilden.                                                                           

- Höjd och bredd av objektannotering.                                                                                                 

- Objekt ID, är de som är markerade med röda cirklar i figurerna, där ID är ett heltal som 

används för att referera till olika objekt.                                                                                        

Open Images dataset textfiler innehåller information om bilder som är fördelade i två sorter. 

Den ena innehåller bara sökväg för varje bild, se Figur_Bilaga 4. Den andra har samma namn 

som varje bild har, se Figur_Bilaga 5, filerna innehåller:                                                                    
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- Objekt ID som refererar till bara ett objekt.                                                                                       

- x och y koordinater av annoterade objekt i bilden.                                                                           

- Höjd och bredd av objektannotering. 

Vid träning av modellerna med Open Images dataset, lär modellen känna igen en sort av 

objekt i taget. Modeller tränade med COCO dataset lär känna flera olika sorter av objekt 

samtidigt. Vid validering av modeller med Open Images dataset, testas modellen om den 

kan detektera en sort av objekt i varje bild. Modellen med COCO dataset testas 

noggrannheten att detektera olika objekt på en bild samtidigt. Träning av projektets YOLO 

modeller med Open Images dataset orsakade att modellerna blev mer fokuserad på att 

detektera en sort av objekt i taget, vilket ledde till en försämring av modellernas 

noggrannhet.  

 Från resultaten i 4.3 ser man att det var förbättringar på FPS med Darknet Jämfört med 

TensorFlow versioner. Nackdelen med att använda Darknet var att Objekt beräkning 

fattades. Med TensorFlow versioner lyckades inte projektet använda GPU på Jetson nano, 

d.v.s. projektet fick ett spänningsfall, se Figur_Bilaga 1 samt att Jetson startade om av sig 

själv. Temperatur värdena var högre i TensorFlow versionerna. Skillnaden på uppmätta FPS 

värden mellan Darknet och YOLO-TensorFlow visar att stöd av GPU kan öka FPS värden. 

Vidare tester med ett annat nätaggregat krävs kunna dra slutsatser om stöd av GPU på 

TensorFlow är möjligt på Jetson nano. 

Från resultaten i 4.4 ser man vilka objektdetekterings implementationer som har blivit 

testade på Jetson nano. De första tre implementationerna lyckades projektet testa på Jetson 

nano. De uppfyllde all funktionalitet som efterfrågats i arbetet, nämligen detektering, 

klassificering, samt beräkning av objekt i videoströmmar. I Den fjärde implementationen 

stöds inte beräkning av objekten i videoströmmar. Object-Detection-and-Tracking [45] gick 

ej och testa på grund av skillnad i TensorFlow versionen, d.v.s. versionen som användes 

(tensorflow-gpu=1.13.1) i koden, finns inte tillgänglig för Jetson nano. I Darknet dvs original 

YOLO implementation, kunde projektet testa den med stöd av GPU. Det var bland annat 

orsaken till förbättringen av FPS värdena. DeepStream var den implementation som gav 

högsta FPS värden i testningar. Projektet fördjupade sig inte i analysen av DeepStream 

implementation. 

Efter testningar som gjordes på olika YOLO modeller, testade projektet DeepStream. Tyvärr 

kunde inte projektet hitta mAP för modellen som används och därför finns det inget mAP 

värde för ResNet10 modellen i rapporten. Testerna på modellen är därför mest fokuserade 

på avläsning av FPS och CPU-temperatur. Utifrån värdena i 4.5 ser man att ResNet10 

modellens genomsnittliga FPS-värde var högre än alla YOLO modeller som testades. 

Temperaturen under körandet av DeepStream var något lägre än med YOLO-TensorFlow. 

I en Studie [5] användes YOLO algoritm för att detektera och räkna fordon på motorvägar. 
Studien använde ORB algoritmen för att bedöma körriktningen på fordon, medans detta 
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projekt använde DeepSORT algoritm för att följa objekt i videoströmmar. Studie testningar 
gjordes i realtid medan projektets testningar gjordes på färdiginspelat videomaterial. 
Projektets resultat verifierar att med hjälp av segmentering metoden YOLO-Darknet kan 
objekten detekteras samt klassificeras i en videoström. Detta styrks genom studieresultat 
[5] som verifierar att användning av segmentering metoden (YOLO & ORB) gav högre 
detektion noggrannhet särskilt för detektering av små fordonsobjekt.  
 

Detta arbete beaktade inte störningar (belysning, rörande fordon, stila fordon, fordons 

färger, vägens täthet) i videomaterialen under exekvering av tester. I en studie [12] testades 

störningar i videoströmmarna med hjälp av MAD, Canny edge-algoritmen och k-means 

algoritm. Studiens [12] resultat visade att metoden som används inte kan detektera 

fordonstyper, dessutom är det svårt att detektera rörliga bilar när belysning är otillräcklig 

vilket orsakade låg detektering noggrannhet. Val av tester skiljer sig mellan detta projekt 

och studien [12]. I studien [12] testades flera algoritmer (MAD, Canny edge, K-means), 

medan projektet fokuserade på YOLO algoritm. Dessutom fokuserade studien [12] på att 

utvärdera olika störningar i testmiljön, medan projektet fokuserade på andra parameter 

som FPS och CPU-temperatur. Därför kunde ingen jämförelse göras mellan projektet och 

studien [12]. 
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6. Hållbar utveckling 
Med de utmaningar samhället står inför angående urbaniseringen av befolkningen, ämnar 

detta projekt att testa en lösning som kan vara en del av en större omfattande arbete för 

framtiden. Färdiga inspelade videon är endast tillämpad på ett huvudstråk i Halmstad 

kommun, ett mer omfattande system skulle kräva mer resurser [46]. Tanken med detta 

examensarbete är att ge inspiration för framtida projekt som kan tjäna en samhällsnytta, i 

form av bättre trafikinfrastruktur med färre olyckor och mer säkerhet. Med Intelligenta 

städer kommer Sverige ha mer strukturerad infrastruktur och bättre planerad trafik som 

leder till mer miljönyttor [47]. Examensarbetet undersöker om en mindre kostsam 

enkortsdator (Jetson Nano) med hjälp av kameror och AI algoritmer kan ersätta dyrare 

system (superdatorer). Om det är möjligt att med hjälp av ett mindre kostsamt system 

exekvera objektdetekteringsalgoritmer skulle det innebära ekonomiska besparingar. Arbetet 

följer sekretesslagen och respekterar integriteten och videomaterialet som används i testen 

sparas ej. 
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7. Slutsatser 
Det blev ingen förbättring på YOLO modellernas noggrannhet eller på FPS värdena efter att 
de blivit tränade med sex klasser. Projektet undersökte hur annotering av objekt i bilder kan 
påverka tränade modellers noggrannhet. Undersökning visade att träning av YOLO modeller 
med Open Images dataset inte passar vid multi-klass träning.  
YOLO-TensorFlow implementationerna nådde inte upp till FPS värdena jämfört med Darknet 
eller DeepStream. Fler tester med ett annat nätaggregat krävs för att kunna dra slutsatser 
om dessa implementationer kan användas vid objektdetektering av videoströmmar i realtid. 
Original YOLO implementation “Darknet” nådde högre FPS värde jämfört med YOLO 
TensorFlow. Darknet kan användas för objektdetektering i realtid, men funktionaliteten att 
beräkna objekt i videoströmmar saknas.  
Det som är nytt i arbetet är att projektet visade att en enkortsdator (Jetson nano) kan 
exekvera implementationer av objektdetekteringsalgoritmer. 

7.1 Kravspecifikation 
Jetson nano ska klara exekvera de objektdetekteringsalgoritmer som behövs i detta 

arbete. 

Jetson nano klarade exekvering av objektdetekteringsalgoritmer som behövdes i detta 

arbete.  

Projektet ska kunna träna egna YOLO modeller och jämföra de med färdigtränade YOLO 

modeller samt med systerprojektet. 

Projektet lyckades träna och jämföra egna YOLO modeller med Färdigtränades samt 

systerprojektets YOLO modeller. Jämförelse mellan modellerna utfördes på tre parameter, 

FPS, temperatur samt mAP-värden.   

7.2 Förslag för framtida arbete  
• Testa med ett annat kompatibelt nätaggregat för att kunna nyttja stöd av GPU på 

TensorFlow implementationer.  

• Fördjupande undersöka och analysera DeepStream samt modeller som används i 
den.  

• Träna YOLO modeller med ett annat dataset.  
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Bilaga 
  

Modell mAP 

Yolov3-416 55.3 

Yolov3-tiny 11.0 

Yolov4-416 62.8 

Yolov4-tiny 40.2 

SSD321 45.4 

DSSD321 46.1 

R-FCN 51.9 

DSSD513 53.3 

FPN FRCN 59.1 

RetinaNet-50-500 50.9 

RetinaNet-101-500 53.1 

RetinaNet-101-800 57.5 

TABELL_BILAGA 1. Tabellen visar mAP värdena på olika objektdetekterings modeller. 

 

 

FIGUR_BILAGA 1. Figuren visar felet som uppstod vid körning av YOLO-TensorFlow implementationer 
med stöd av GPU. 
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FIGUR_BILAGA 2. Skärmdump på filen som används vid träning av objektdetekterings modeller med 
COCO dataset. 

 

FIGUR_BILAGA 3. Skärmdump på filen som används vid validering av objektdetekterings modeller med 
COCO dataset.   

 

 

FIGUR_BILAGA 4. Skärmdump på filen som används vid validering och träning av YOLO modeller med 
Open Images dataset. 
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FIGUR_BILAGA 5. Skärmdump på en av filerna som används vid validering av YOLO modeller med Open 
Images dataset. 
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